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Resumo
Nos últimos anos, estudantes de medicina do Brasil obtiveram baixo desempenho no exame
do Conselho Regional de Medicina do Estado de São Paulo. Embora a avaliação mais
recente mostre melhorias, eles ainda apresentam um desempenho ruim em especialidades
como casos clínicos, diabetes e infarto do miocárdio. Nesse contexto, emergem várias
estratégias para melhorar o ensino e a aprendizagem dos estudantes de medicina, uma
delas são os jogos sérios. No entanto, existe um problema ao tentar treinar estudantes de
medicina em casos clínicos por meio de um jogo, pois há um grande número de doenças, e
o processamento de um banco de dados contendo essas doenças é trabalhoso, além de que é
necessário sempre estar com essas informações atualizadas, visto que com o passar do tempo
novas doenças vão surgindo e sintomas podem variar. Esta pesquisa propõe um módulo
inteligente para auxiliar no gerenciamento de um jogo sério, realizando a classificação de
dados médicos por meio de modelos de aprendizado de máquina e os disponibilizando a um
jogo sério. Esse módulo inteligente faz parte do DocTraining, um projeto que conta com um
jogo sério para treinamento dos estudantes de medicina. Este módulo possui um site para
disseminação, gerenciamento e expansão de dados. As informações são disponibilizadas
para o jogo sério por meio de um web service. Foram utilizados bancos de dados de casos
clínicos, doença cardíaca e diabetes. Esses bancos de dados são rotulados por múltiplos
classificadores de aprendizado de máquina que agregam as classificações por meio de
confiança e voto majoritário. O módulo inteligente foi validado computacionalmente e com
profissionais da área da medicina. Na validação computacional, os classificadores utilizaram
a métrica de precisão e medida-F, por meio de divisão de porcentagem e validação cruzada.
Em relação à validação com os profissionais, foi realizada uma entrevista semiestruturada
com uma professora e um técnico em laboratório do curso de medicina da Universidade
Federal Rural do Semi-Árido. Por meio dos resultados encontrados, foi possível observar
que a combinação de classificadores melhorou os resultados iniciais. Destacando-se a
combinação de Naive Bayes, Máquina de vetores de suporte e Regressão logística utilizando
Confiança para classificação na base de doença cardíaca; Máquina de vetores de suporte,
Árvore de decisão e Regressão logística usando Voto Majoritário para classificação de
Diabetes; e Máquina de vetores de suporte, K-Nearest Neighbor, Naive Bayes e Regressão
logística utilizando Confiança para classificação na base de Casos Clínicos. Os profissionais
demonstraram que o módulo inteligente do DocTraining pode gerenciar os dados do
jogo sério, tendo potencial para evoluir e se tornar uma ferramenta capaz de auxiliar no
ensino-aprendizagem dos estudantes e professores de medicina.

Palavras-chave: Aprendizado de Máquina, Medicina, Jogo, Múltiplos Classificadores,
Casos clínicos.



Abstract
In recent years, medical students from Brazil have obtained poor performance in the
Regional Medical Council of São Paulo State exam. Although the most recent evaluation
shows improvements, they still perform poorly in specialties such as clinical cases, diabetes
and myocardial infarction. In this context, several strategies emerge to improve the teaching
and learning of medical students, one of which is serious games. However, there is a problem
when trying to train medical students in clinical cases through a game, as there are a
large number of diseases, and processing a database containing these diseases is laborious,
and it is always necessary to be with this updated information, as over time new diseases
arise and symptoms may vary. It is necessary to update the data so that students have
access to the most recent. This research proposes an intelligent module to assist in the
management of a serious game, performing the classification of medical data through
machine learning models and making them available to a serious game. In addition, it is
also necessary that these data are easily administered by medical professionals who use the
smart module. This smart module is part of DocTraining, a project that has a serious game
for training medical students. This module has a website for disseminating, managing and
expanding data. The information is made available for the serious game through a web
service. Databases of clinical cases, heart disease, and diabetes were used. These databases
are labeled using multiple machine learning classifiers that aggregate the classifications
through trust and majority vote. The intelligent module was validated computationally and
with medical professionals. In computational validation, the classifiers used the metric of
Precision and F1 Score, using percentage split and cross-validation. In relation to validation
with professionals, we conduct a semi-structured interview a professor and a laboratory
technician from the medical course at the Federal Rural University of the Semi-Arid. With
the results found, it was possible to observe that the combination of classifiers improved the
initial results. Highlighting the combination of Naive Bayes, Support vector machine and
Logistic regression using Confidence to classify the basis of heart disease; Support vector
machine, Decision Tree and Logistic Regression using Majority Vote for classification of
Diabetes; and Support vector machine, K-Nearest Neighbor, Naive Bayes and Logistic
regression using Confidence for classification based on Clinical Cases. The professionals
have shown that DocTraining intelligent module can manage serious game data, with the
potential to evolve and become a tool capable of assisting the teaching-learning of medical
students and teachers.

Keywords: Machine Learning, Medicine, Game, Ensemble Classifiers, Clinical Cases.
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1 INTRODUÇÃO

Neste Capítulo, é apresentado todo o contexto da pesquisa que se baseia em uma
análise de dados dos cursos de medicina do ensino superior brasileiro, motivação, problema
de pesquisa, objetivos desta pesquisa, metodologia de pesquisa para alcançar os objetivos
propostos e a estrutura deste documento.

1.1 CONTEXTO
Foram publicados em 2016, pelo Instituto Nacional de Estudos e Pesquisas Educa-

cionais Anísio Teixeira (INEP) resultados da Avaliação Nacional Seriada dos Estudantes
de Medicina (ANASEM), aplicadas aos cursos de medicina de 256 instituições do Brasil.
De acordo com os resultados obtidos 41,3% dos 22.086 participantes relataram desconheci-
mento do conteúdo como a maior dificuldade encontrada na prova e 36,9% relataram que
estudaram alguns dos conteúdos da prova ou a maioria, mas não os aprendeu (BRASIL,
2016).

O INEP também realiza a avaliação e classificação dos cursos de graduação do país,
utilizando os resultados do Exame Nacional de Desempenho de Estudantes (ENADE), este
por sua vez, avalia a cada três anos o rendimento dos concluintes dos cursos de graduação,
de acordo com os conteúdos programáticos de cada curso. O INEP deu início em 2004
aos ciclos de avaliação trienal para cada área do conhecimento dos cursos superiores, por
intermédio do exame ENADE. Objetiva-se por meio do exame avaliar o desempenho dos
estudantes com relação aos conteúdos programáticos previstos nas diretrizes curriculares
dos cursos de graduação, o desenvolvimento de competências e habilidades necessárias ao
aprofundamento da formação geral e profissional, e o nível de atualização dos estudantes
com relação à realidade nacional e internacional (INEP, 2018b).

Assim, são elaborados indicadores de qualidade da Educação Superior. Após as
avaliações é gerado o conceito ENADE, que é expresso em uma escala contínua por meio
de cinco níveis, sendo o conceito 5 o maior, 1 o menor e 3 a média nacional (INEP, 2018a).
No exame de 2016, foram aplicadas provas para 195.859 participantes, isso representa
90,7% dos 216.044 inscritos, com abstenção de 9,3% (INEP, 2018c). Em relação aos cursos
de medicina, em 2016 foram analisados 177 cursos e contou com 16180 inscritos, que foram
aplicadas provas a 15.865 estudantes, com abstenção de 1,9% (INEP, 2018d). Os cursos de
Medicina foram avaliados nos anos de 2004, 2007, 2010, 2013 e 2016.

Sendo assim, objetivou-se nesta Seção analisar o desempenho dos cursos de nível
superior de medicina do Brasil, levando em consideração os resultados das avaliações do
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ENADE. Para alcançar este objetivo foi realizada uma análise estatística descritiva e
aplicada Mineração de Dados (MD), com o intuito de descobrir quais categorias adminis-
trativas e regiões das Instituições de Ensino Superior (IES) possuem menores e maiores
índices, e se houve uma redução de rendimento das instituições nos últimos anos.

1.1.1 Método de Análise

A metodologia desenvolvida nesta Seção foi dividida em duas etapas. A primeira
etapa consistiu na realização da análise estatística descritiva das regiões e categorias
administrativas das três últimas avaliações dos cursos de medicina. Por meio da análise
estatística descritiva é possível organizar, sintetizar e descrever os dados (SANTOS, 2007).

Na segunda etapa, empregou o modelo Knowledge Discovery in Databases (KDD),
apresentado por Fayyad, Piatetsky-Shapiro e Smyth (1996), vale ressaltar que esse modelo
é bastante utilizado na ciência de dados. As fases do processo KDD estão representadas na
Figura 1 e descritas em seguida. O processo do KDD envolve o uso do banco de dados, sendo
que, os dados atravessam um tratamento programado e inteligente por intermédio de um
encadeamento de atividades: seleção; pré-processamento; subamostragem e transformações
necessárias; aplicação de métodos de MD para enumerar padrões; e avaliar os produtos de
MD para identificar o subconjunto dos padrões enumerados considerados conhecimento.

Figura 1 – Modelo KDD

Fonte: Fayyad, Piatetsky-Shapiro e Smyth (1996)

Na fase de Seleção, as bases de dados usadas foram as do INEP sobre o ENADE1,
dos anos de 2010, 2013 e 2016. Os registros selecionados foram do curso de medicina e as
variáveis selecionadas foram região, categoria administrativa e conceito ENADE da base
de 2013 e categoria administrativa e Conceito ENADE das bases de 2010 e 2016.

Na fase de Pré-processamento, foram realizadas verificações de dados redundantes
e remoção, caso houvesse, a fim de buscar eficiência do algoritmo de MD, e remoção de
ruídos, se apropriado. Para resolver o problema de ausência de valores (missing values), há
1 http://portal.inep.gov.br/conceito-enade/



Capítulo 1. INTRODUÇÃO 19

basicamente três alternativas de solução, apresentadas por Prass (2004), que são técnica
de imputação, substituição e exclusão dos registros. Salienta-se ainda que foi utilizada a
última opção nos registros que não apresentavam conceito ENADE do curso. Também
houve a inclusão das regiões em que os cursos estão localizados das bases dos anos de 2010
e 2016. Ao final dessa etapa os dados estavam pré-processados.

Na fase de Transformação, após os dados serem selecionados e pré-processados,
foram armazenados e transformados em dados do tipo inteiro para que o algoritmo de MD
fosse aplicado. Todos os dados foram agrupados e importados por meio da linguagem R2.

Na fase de MD foram realizadas exploração e análise dos dados de forma automática,
para descobrir padrões e regras, com intuito de fornecer informações relevantes. Nesta
fase foi utilizado o método de Clustering K-means em cada uma das bases de dados
selecionadas inicialmente (HAMERLY; ELKAN, 2004). O algoritmo foi aplicado para
extração de padrões dos dados e para gerar regras que descrevam o comportamento da
base de dados (BERRY; LINOFF, 1997).

Na fase de Interpretação/Avaliação dos dados minerados, foram apresentados
modelos e padrões extraídos. Assim, é gerado o conhecimento que é documentado e
relatado nesta Seção. Esta etapa foi realizada com auxílio de um especialista da área,
como Prass (2004) afirma que deve ser feito. Os resultados e discussões são relatados na
Subseção a seguir.

1.1.2 Resultados

Na análise de estatística é importante resumir e organizar os dados utilizando
maneiras que facilitem sua interpretação e análise subsequente, por meio da representação
visual das técnicas amostrais, permitindo investigar a simetria e estatística dos dados
(GONÇALVES; VILELA; BEZERRA, 2018). Assim, nas Tabelas 1 e 2, são apresentados
os cálculos totais de cursos com conceito ENADE, totais de cursos com conceito ENADE
abaixo da média, porcentagem de cursos com conceito ENADE abaixo da média, média
das Notas dos Concluintes (NC) e desvio padrão das NC.

Na Tabela 1, é apresentada a análise do desempenho das categorias administrativas
dos cursos de medicina no ENADE 2010, 2013 e 2016. Em 2010, dos cursos de categoria
pública avaliados, 2,94% possuíam conceito ENADE abaixo da média, com uma média da
NC de 3,49 e desvio padrão de 0,8, os cursos de categoria privada, 32,89% apresentavam
conceito ENADE abaixo da média, com média das NC de 2,40 e desvio padrão de 0,97.

Já em 2013, dos cursos públicos, 4,55% possuíam conceito ENADE abaixo da
média, com média das NC de 3,32 e desvio padrão de 0,82, as públicas estaduais e federais
obtiveram bons desempenhos com médias de 3,55 e 3,31 respectivamente. Dos cursos
2 https://www.r-project.org/
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Tabela 1 – Análise das Categorias Administrativas dos Cursos de Medicina no ENADE
2010, 2013 e 2016.

Ano
Pública Privado

Pública
Federal

Pública
Esta-
dual

Pública
Muni-
cipal

Total
Públi-
ca

Privada
com fins
lucrativos

Privada sem
fins lucrativos Total

Pri-
vadoPrivada

com fins
lucrativos

Socie-
dade
Civil

Privada
sem fins
lucrativos

Asso-
ciação de
utilidade
Pública

Fun-
dação

Socie-
dade

Total
2010 68 68 76 76
2013 43 18 5 66 30 70 100
2016 47 23 5 75 26 6 59 1 8 1 101

Conceito
Abaixo
da Média

2010 2 2 25 25
2013 1 1 1 3 17 19 36
2016 1 3 2 6 9 2 19 0 1 0 31

Conceito
Abaixo da
Média (%)

2010 2,94 2,94 32,89 32,89
2013 2,33 5,56 20 4,55 56,67 27,14 36
2016 2,13 13,04 40 8,00 34,62 33,33 32,20 0 12,50 0 30,69

Média
NC

2010 3,49 3,49 2,40 2,4
2013 3,31 3,55 2,68 3,32 1,97 2,37 2,25
2016 3,08 3,01 2,36 3,01 2,14 2,22 2,32 2,15 2,16 2,38 2,26

Desvio
Padrão
Média NC

2010 0,8 0,80 0,97 0,97
2013 0,84 0,71 0,76 0,82 0,85 0,96 0,95
2016 0,46 0,77 0,92 0,62 0,66 0,95 0,90 - 0,73 - 0,82

Fonte: Autoria Própria

privados, 36% apresentavam conceito ENADE abaixo da média, média das NC de 2,25
com desvio padrão de 0,95. O desempenho dos cursos de instituições privadas com fins
lucrativos são piores, pois, 56,67% apresentavam conceito abaixo da média, média de NC
de 1,97 e desvio padrão 0,85.

Na última avaliação dos cursos de Medicina no ENADE, os resultados foram
relativamente satisfatórios em relação a 2013, mas apenas nos cursos privados. Os cursos
públicos com conceito ENADE abaixo da média obtiveram uma baixa, e totalizaram 8%,
a média das NC regrediu para 3,01 e o desvio padrão de 0,62. As públicas federais e
estaduais regrediram, mas ainda obtiveram bons desempenhos com médias de 3,08 e 3,01
respectivamente. Já os cursos privados apresentaram uma melhora e houve diminuição
dos cursos que estão com conceito ENADE abaixo da média para 30,69% e um aumento
da média das NC para 2,26 com desvio padrão de 0,82. O desempenho dos cursos de
instituições privadas com fins lucrativos ainda continuam baixos, mas obtiveram melhoras,
pois, apresentam 34,62% com conceito abaixo da média e média de NC de 2,14 e desvio
padrão 0,66.

Na Tabela 2, é apresentada a análise do desempenho das regiões dos cursos de
medicina no ENADE 2010, 2013 e 2016. No âmbito geral houve um aumento dos cursos
avaliados, o que pode ter ocorrido por conta do aumento dos cursos ao longo dos anos
anteriores. Em 2010, 18,75% dos cursos estavam abaixo da média, dos 30 cursos do Nordeste
apenas 1 estava abaixo da média, que correspondiam a 3,33% dessa região, seguida pela
região Sul com 7,69%. Mais de 1/3 dos cursos da região Norte do país apresentavam
desempenho inferior aos demais, e seguido pela região Sudeste com 28,57% dos cursos
abaixo da média. Assim, o Nordeste e o Sul apresentavam os melhores resultados das NC



Capítulo 1. INTRODUÇÃO 21

em 2010, com média de 3,37 e 3,30 e desvio padrão de 0,78 e 0,97 respectivamente.

Tabela 2 – Análise das Regiões dos Cursos de Medicina no ENADE 2010, 2013 e 2016.

Região Total
Conceito
Abaixo
da Média

Conceito
Abaixo da
Média (%)

Média
NC

Desvio
Padrão
NC

2010 2013 2016 2010 2013 2016 2010 2013 2016 2010 2013 2016 2010 2013 2016
CENTRO-
OESTE 11 12 12 1 2 2 9,09 16,67 16,67 3,29 3,16 2,77 0,99 0,96 0,73

NORDESTE 30 34 39 1 8 7 3,33 23,53 17,95 3,37 2,77 2,69 0,78 0,87 0,68
NORTE 14 14 16 5 8 7 35,71 57,14 43,75 2,20 1,70 2,06 0,90 1,03 1,02
SUL 26 29 31 2 1 2 7,69 3,45 6,45 3,30 3,06 2,93 0,97 0,90 0,61

SUDESTE 63 77 78 18 20 19 28,57 25,97 24,36 2,63 2,59 2,46 1,07 1,06 0,88
GERAL 144 166 176 27 39 37 18,75 23,49 21,02 2,91 2,68 2,58 1,05 1,04 0,83

Fonte: Autoria Própria

Em 2013, 23,49% dos cursos estavam abaixo da média, a região Sul possuía apenas
1 curso abaixo da média, que correspondia a 3,45% dessa região, seguida pela região
Centro-Oeste com 16,67%, o Nordeste e Sudeste apresentaram resultados em torno da
média anual. O Norte teve um baixo desempenho, aumentando para 57,14% os seus cursos
com conceito inferior. As regiões Centro-Oeste e Sul apresentaram melhores resultados
das NC com médias de 3,16 e 3,06 e desvios padrões de 0,96 e 0,90 respectivamente.

Nas avaliações de 2016, os resultados foram relativamente satisfatórios em relação
a 2013, pois 21,02% dos cursos estão abaixo da média, em 2013 era 23,49%. A região Sul
possui 6,45% de seus cursos abaixo da média, o Norte continua com menor desempenho
que corresponde a 43,75% dos seus cursos com conceito inferior, mas esses dados ainda são
melhores que em relação a 2013. Entretanto, a média das NC continua regredindo, sendo
2,58 em 2016, o Sul e o Centro-Oeste apresentavam melhores resultados com médias de 3,16
e 3,06 e desvios padrões de 0,61 e 0,73, respectivamente. O que pode ter acontecido por
conta das instituições privadas terem melhorado o ensino de acordo com as avaliações do
ENADE, pois o Ministério da Educação (MEC) chegou a descredenciar algumas (MOTA
et al., 2014).

Tomando como base a metodologia KDD, após as fases de seleção, pré-processamento
e transformação, os dados ficaram formatados, deixando-os úteis para análise e MD. A
partir daí foram gerados três conjunto de dados (dataset). Na Figura 2, é apresentada a
amostra para mineração da base de dados do ENADE de 2016.

O número de cursos das bases do ENADE de 2010, 2013 e 2016 foram 3.966, 3.519
e 4.300, respectivamente. Após as etapas de tratamento dos dados nos datasets de 2010,
2013 e 2016 restaram 144, 166 e 176 cursos de medicina respectivamente, com as colunas
de categoria administrativa, região e conceito ENADE. Depois de se obter cada dataset
foi aplicado o algoritmo K-Means, para identificar agrupamentos nos dados (HAMERLY;
ELKAN, 2004). Segundo Li, Yang e Wang (2001), o KMeans possui a seguinte função
objetivo, apresentada na Fórmula 1.1:
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Figura 2 – Dados transformados, dataset ENADE 2016

Fonte: Autoria Própria

J =
k∑

j=1

n∑
i=1

∥∥∥∥x(j)
i − cj

∥∥∥∥2
(1.1)

Na qual
∥∥∥x(j)

i − cj

∥∥∥2
é uma medida da distância escolhida entre um ponto de dados,

x
(j)
i é o centro do cluster e cj é um indicador da distância dos n pontos de dados de seus

respectivos centros do cluster. O algoritmo apresenta o seguinte fluxo segundo JinHuaXu
e HongLiu (2010):

1. Inicialmente são colocados K pontos no espaço representado pelos objetos que estão
sendo agrupados. Esses pontos representam os centroides iniciais do grupo.

2. Cada objeto atribuído ao grupo que tem o centroide mais próximo.

3. Quando todos os objetos tiverem sido atribuídos, recalcule as posições dos centroides
K.

4. Os passos 2 e 3 são repetidos até que os centroides não se movam mais.

Isso produz uma separação dos objetos em grupos dos quais a métrica a ser
minimizada é calculada. Os resultados das três bases de dados são apresentados a seguir.
Na Figura 3, é apresentado os clusters da base de dados de 2010 e a sua relação com cada
atributo, na Figura 4 está a distribuição 2D dos clusters da base de dados de 2010. Foram
gerados quatro clusters, com explicação de 85,11% dos dados.

No cluster de formato “+” e cor Vermelha estão agrupados os cursos de instituições
privadas (1.0), localizadas no Centro-Oeste (1), Nordeste (2) e Norte (3) com conceito
ENADE 1, 2 e 3. O cluster no formato de “©” e cor Preta agrupou os cursos de instituições
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Figura 3 – Plotagem dos Clusters, dataset ENADE 2010

Fonte: Autoria Própria

Figura 4 – Distribuição dos Clusters, dataset ENADE 2010

Fonte: Autoria Própria

públicas (2.0), localizadas no Centro-Oeste (1) e no Nordeste (2), de conceito ENADE 4 e
5, este cluster agrupou cursos com conceitos acima da média. O cluster no formato de “4”
e cor Verde agrupou cursos de instituições públicas (2.0), localizadas no Norte (3), Sul (4)
e Sudeste (5) com conceito ENADE 3, 4 e 5, este cluster agrupou cursos com conceito
ENADE na média ou acima. O cluster de formato “×” e cor Azul agrupou os cursos de
instituições privadas (1.0), localizadas no Sul (4) e Sudeste (5) com conceito ENADE 1, 2,
3, 4 e 5, mas em sua maioria 1 e 2.

Na Figura 5, são apresentados os clusters da base de dados de 2013 e a sua relação
com cada atributo. O cluster no formato de “4” e cor Azul agrupou cursos de instituições
Públicas Estaduais (3), Públicas Federais (4) e Municipais (5), mas de maioria municipal,
localizadas no Norte (3), Sudeste (4) e Sul (5), com conceito ENADE 2, 3, 4 e 5, mas, em
maioria, de bom desempenho de conceitos 3 e 4.

O cluster no formato de “©” e cor Vermelha agrupou cursos de baixo desempenho
de instituições Privada com fins lucrativos (1), Privada sem fins lucrativos (2), Pública
Estadual (3), Pública Federal (4), mas de sua maioria Privada, localizadas no Centro-Oeste
(1), Nordeste (2) e Norte (3), com conceito ENADE 1 e 2. O cluster no formato de “+”
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Figura 5 – Plotagem dos Clusters, dataset ENADE 2013

Fonte: Autoria Própria

e cor Preta agrupou cursos que obtiveram bom desempenho no ENADE de instituições
Privada sem fins lucrativos (2), Pública Estadual (3) e Pública Federal (4), localizados no
Centro-Oeste (1) e Nordeste (2), com conceito ENADE 3, 4 e 5. No cluster de formato
“×” e cor Verde, estão agrupados poucos cursos, mas com bom desempenho de instituições
privadas (1 e 2), localizados no Sudeste (4) e Sul (5) com conceito ENADE 3, 4 e 5.

A distribuição 2D dos clusters da base de dados de 2013, apresentada na Figura
6, obteve uma explicação de 80,83% dos dados, os clusters foram bem distribuídos, mas
alguns pontos ainda apresentaram os mesmos domínios de alguns clusters.

Figura 6 – Distribuição dos Clusters, dataset ENADE 2013

Fonte: Autoria Própria

Na última avaliação dos cursos de medicina do ENADE, apresentado na Figura 7,
pode ser verificado a relação dos clusters com cada atributo. O cluster no formato de “4”
e cor Vermelha agrupou os cursos das instituições Privada com fins lucrativos (5), Privada
sem fins lucrativos (6), Pública Estadual (7) e Pública Federal (8) e Pública Municipal
(9), sendo sua maioria Pública Federal e Municipal, localizados no Sudeste (4) e Sul (5)
com conceito ENADE de 2, 3, 4 e 5, mas de maioria conceito 3 e 4.
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Figura 7 – Plotagem dos Clusters, dataset ENADE 2016

Fonte: Autoria Própria

No cluster de formato “+” e cor Preta, foram agrupados os cursos das instituições
Públicas (7, 8 e 9), localizadas no Centro-Oeste (1), Nordeste (2) e Norte (3) com conceito
ENADE 2, 3, 4 e 5, sendo a maior parte conceito 2 e 3. O cluster no formato de “©” e
cor Verde agrupou cursos das instituições Privadas (1, 2, 3, 4, 5, 6), localizados em sua
maioria nas regiões Norte (3), Sudeste (4) e Sul (5) e com conceito ENADE 1 e 2, sendo a
maioria conceito 1.

Inicialmente foram definidos quatro clusters, entretanto vários pontos pertenciam
a mais de um domínio, com o intuito de uma melhor compreensão, esses dados foram
agrupados em três clusters. Na Figura 8, é apresentada a distribuição 2D dos clusters da
base de dados de 2016, obteve uma explicação de 78,78% dos dados, os clusters foram bem
distribuídos, poucos pontos pertencem a mais de um domínio.

Figura 8 – Distribuição dos Clusters, dataset ENADE 2016

Fonte: Autoria Própria

Portanto, os clusters que agrupavam as instituições públicas tiveram uma baixa
no rendimento ao final dessas três avaliações, entretanto as instituições públicas ainda
apresentam uma ampla vantagem sobre as privadas. Novamente, isso pode ser justificado
por conta do MEC ter descredenciado quatro instituições privadas em 2012, pois algumas
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delas não possuíam prática para aulas (MOTA et al., 2014), acarretando que outras
instituições privadas melhorassem o ensino para não serem descredenciadas. Quando
agrupados cursos da região Norte com instituições privadas, a possibilidade de se obter um
conceito abaixo da média 3 foram maiores. Quando agrupados Sul ou Centro-Oeste com
instituições públicas, as chances de se obter conceito ENADE na média ou acima foram
maiores. Na Seção a seguir são apresentadas as discussões e soluções para o problema
apresentado nesta Subseção.

1.1.3 Discussões

A análise da formação de médicos é importante pela relevância desse profissional
para toda sociedade e o sistema de saúde. Assim, os ganhos da MD nesse contexto
propõem iniciativas de incentivo às mudanças nessas instituições com baixo desempenho,
para que busquem intervenções, a fim de melhorar o ensino-aprendizagem. Alguns autores
trazem trabalhos que podem suprir essa carência, centralizados diretamente aos cursos de
medicina, tais como o reforço das diretrizes nacionais dos cursos de medicina (Ministério da
Educação, 2019), na qual cada curso está submetido, melhorando o ensino das instituições;
métodos ativos de ensino, entre eles o Problem Based Learning (Aprendizagem baseada
em problemas) e o Team-Based Learning (Aprendizagem Baseada em Equipes), em que
o aluno fica autônomo e busca soluções para as questões do dia a dia, ou/e trabalho
em grupo contínuo, que já estão sendo utilizados por algumas instituições de medicina
(FAJARDO, 2019).

Outra forma de incentivar às mudanças no ensino nas escolas médicas, com baixo
desempenho é por meio da aplicação do Projeto de Incentivo a Mudanças Curriculares para
os Cursos de Medicina (PROMED) no qual oferece cooperação técnica e/ou operacional
às escolas de graduação em Medicina, programa de estágios aos alunos e capacita o aluno
com base na realidade e funcionamento do Sistema Único de Saúde (SUS). No trabalho
de Oliveira et al. (2008), pôde ser percebido que a aplicação do PROMED nas escolas
médicas encontrou-se em processo lento e abaixo das expectativas da saúde e população.

Nesta realidade, em que estão inseridos os estudantes e na qual vão atuar, outras
avaliações e pesquisas apontam baixo conhecimento pelos estudantes de modo geral,
como os relatórios da prova do Conselho Regional de Medicina do Estado de São Paulo
(CREMESP), que indicam que os estudantes de medicina têm obtido baixo desempenho
no exame do CREMESP, o qual avalia a formação médica de estudantes e egressos do
6o ano do curso. São aferidos os conteúdos básicos de áreas consideradas essenciais na
Medicina, como Clínica Médica, Clínica Cirúrgica, Pediatria, Ginecologia e Obstetrícia,
Saúde Pública, Epidemiologia, Saúde Mental, Bioética e Ciências Básicas. Em 2011, dentre
os 418 participantes do exame, 191, que corresponde a 46%, foram reprovados.

Os estudantes apresentaram baixo rendimento em saúde pública com 49,0% de



Capítulo 1. INTRODUÇÃO 27

acertos, obstetrícia com 54,1% de acertos, clínica médica com 56,5% de acertos e pediatria
com 59,3% de acertos, especialidades que concentram a solução de muitos problemas de
saúde da população (CFM, 2018).

Mais da metade dos estudantes de medicina, em 2016 foram reprovados nesse
exame. Dos 2.677 participantes, 56,4% foram reprovados. Os estudantes não acertaram
60% da prova (CREMESP, 2019c). Em 2017, foi constatado que, dos 2.636 participantes,
78% erraram o diagnóstico laboratorial de diabetes mellitus e 60% demonstraram pouco
conhecimento sobre doenças parasitárias, formas de veiculação e contaminação (CREMESP,
2019b). Estes dados são alarmantes, visto que os alunos, após o curso, lidarão com
vidas humanas, havendo risco para a própria população. Enquanto isso, em 2018, os
resultados foram melhores, mas ainda preocupam, pois dos 3.174 participantes, 38,2%
foram reprovados no exame.

Os resultados continuam insatisfatórios, em clínica médica e ciências básicas,
muitos dos recém-formados não sabem interpretar exames para diagnosticar e administrar
a conduta terapêutica adequada em casos médicos básicos e problemas de saúde frequentes,
tais como: 69% não souberam as diretrizes para aferição da pressão arterial; 68% não
acertaram a conduta para paciente com infarto no miocárdio; 65% erraram o quadro
laboratorial do diabetes mellitus descompensado; 59% não informaram corretamente o
período de transmissão da gripe; e 44% não souberam identificar o agente causador e um
dos principais transmissores da doença de chagas (CREMESP, 2019a).

Neste contexto, surgem várias estratégias que também podem auxiliar no ensino-
aprendizagem, tais como o uso de dinâmicas de grupo, salas de aula invertidas, aprendiza-
gem flexível, jogos, dentre outras (GOODE et al., 2007). Algumas dessas técnicas também
podem ser aplicados aos cursos de medicina, como no caso dos jogos sérios, que vem
ganhando grande força no ensino-aprendizagem por possibilitar a reprodução de situações
do mundo real em ambientes criados em computador (BOGONI; PINHO, 2014). Podendo
ser usados como métodos de aprendizado ativo para incentivar alunos a revisar materiais
(CASTRO; SIQUEIRA, 2017), pois este tipo de aprendizagem possui boa aceitação por
parte dos professores e alunos de medicina.

Um exemplo é o trabalho de Vilagra (2012) que teve por objetivo apresentar uma
revisão acerca das transformações que o ensino médico vem sofrendo nos últimos anos. A
autora apresentou um manual de estratégias de ensino para ser utilizado pelos docentes
de medicina. Foi percebido que os efeitos da inserção da prática médica precoce têm sido
positivo para os alunos de medicina. Essa inserção pode ser dada pelo uso de estudo de
caso e problematização, aula prática a beira do leito ou oficinas de prática. Portanto,
essas estratégias apresentadas podem melhorar no ensino-aprendizagem desses cursos de
medicina.
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1.1.4 Conclusão

Apresentou-se nesta Subseção, uma análise do desempenho dos cursos de medicina
do Brasil no ENADE 2010, 2013 e 2016. Foram analisados os desempenhos a níveis de
regiões e categorias administrativas por meio de análise estatística usando média, desvio
padrão, somatório e porcentagem. Além disso, foi aplicado MD nas bases de dados por
meio de região, categoria administrativa e conceito ENADE. Foram apresentadas possíveis
soluções encontradas na literatura sobre o problema abordado.

Com base na análise dos resultados encontrados foi possível afirmar que desde 2010
houve um crescimento de cursos de medicina abaixo na média das avaliações do ENADE,
que as instituições públicas tiveram, no geral, avaliações melhores que as instituições
privadas e principalmente as instituições Federais e Estaduais. Ainda se identificou, que a
região Norte apresenta os cursos de menor desempenho e as regiões Sul, Centro-Oeste e
Nordeste apresenta, na maioria, cursos de bom desempenho. Quando combinados cursos
das regiões Sul e Centro-Oeste com instituições públicas federais e estaduais, os resultados
são em quase na totalidade excelentes. Entretanto, quando combinado cursos da região
Norte com instituições privadas (com fins lucrativos) quase sempre são abaixo da média.

Como descrito nas discussões desta Seção, o uso de dinâmicas de grupo e, prin-
cipalmente métodos de aprendizado ativo, podem melhorar no ensino-aprendizado de
estudantes de medicina. Esses resultados não indicam que os cursos das regiões e/ou
categorias administrativas com conceito 1 ou 2 apresentam rendimento ruim, mas sim que
um curso com conceito 3 agrega mais valor/conhecimento do que um curso com conceito 2
(G1, 2018).

O estudo descrito nesta Seção limita-se ao fato de não terem sido analisados todos
os cursos de medicina do Brasil, pois uma parte não apresenta conceito ENADE e por isso
não foram incluídos neste estudo; além do número limitado de variáveis para MD. Assim,
no futuro esses cursos de medicina serão analisados mais a fundo, realizando análise de
outros dados presentes nas bases de dados do INEP, como as notas dos estudantes.

1.2 MOTIVAÇÃO
Para que os médicos atuem em sua área é necessário inscrição no Conselho Regional

de Medicina adquirida por meio de exames, ficando presumível o conhecimento da ciência
médica pelo profissional. Além disso, desde abril de 2005, estão sujeitos à revalidação
periódica do título, segundo a Resolução n. 1.755, de 12 de novembro de 2004, do Conselho
Federal de Medicina. Tendo o mesmo que aprimorar continuamente seus conhecimentos
e usar o melhor do progresso científico em benefício do paciente (CARVALHO et al.,
2012). Entretanto, mesmo com essas medidas ocorrem esses erros médicos pela falta de
conhecimento prévio, que vem desde os estudos iniciais na graduação.
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A má formação dos estudantes de medicina acarreta em erros médicos que afetam
toda a sociedade. O erro pela deficiência de conhecimento técnico profissional é denominado
de imperícia. Esses erros têm sido uma das grandes causas de mortes no mundo. Nos
Estados Unidos, o departamento de Saúde e Serviços Humanos do escritório do Inspetor-
Geral, examinando os registros de saúde de pacientes hospitalizados em 2008, relatou
180.000 mortes devido a erros médicos por ano, apenas entre os beneficiários do Medicare
(MAKARY; DANIEL, 2016).

James (2013) realizou uma revisão da literatura que estimou danos evitáveis usando
uma análise ponderada e descreveu uma faixa de incidência de 210.000 a 400.000 mortes
por ano associada a erros médicos em pacientes hospitalares nos Estados Unidos, tomando
como base estudos publicados de 2008 a 2011.

Balogh et al. (2015) identificaram que 10% dos casos de pacientes internados que
evoluíram para óbito submetidos a estudos de necropsia nos Estados Unidos tiveram pelo
menos um erro de diagnóstico. Dados de países membros da União Europeia, indicam
consistentemente que falhas e eventos adversos relacionados à assistência à saúde ocorrem
em 8% a 12% das hospitalizações. Tendo 23% dos cidadãos da União Europeia afirmado
que foram diretamente afetados por alguma falha assistencial (Organização Mundial da
Saúde, 2020).

No Brasil, o estudo de Mendes et al. (2009) verificou uma amostra randômica de
1.103 adultos de uma população de 27.350 internados em 2003, e identificou a incidência
de eventos adversos de 7,6%, sendo 66,7% deles preveníveis. Em 2017, 54.076 pessoas
morreram em decorrência da má conduta profissional. A cada hora, seis pessoas sofrem de
erro no diagnóstico ou negligência médica no Brasil, havendo os erros clínicos uma relação
com isso (COUTO et al., 2018). A pratica clínica é cheia de vícios, condutas e conceitos
errados, e determinadas condutas podem causar danos ao paciente, além de configurar má
prática clínica (LOPES, 2020).

Diante desse quadro, surgiu a ideia de continuar o desenvolvimento de um jogo
sério denominado DocTraining, apresentado inicialmente por Lima (2016), para auxiliar no
processo de ensino-aprendizagem de estudantes de medicina, possibilitando o treinamento
em casos clínicos, diabetes e doença cardíaca, na qual os alunos possuem deficiência de
ensino, e, assim, mitigar os erros médicos. Entretanto, alguns problemas são enfrentados
para desenvolver um jogo sério para alunos de medicina, esses problemas são descritos na
próxima Seção.

1.3 PROBLEMA DE PESQUISA
Visto o cenário atual exposto na Seção anterior, e na Subseção 1.1.3, percebe-

se a lacuna na formação dos estudantes de medicina, que pode ser suprida por meio
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de simuladores de realidade virtual para medicina. Pois, seu uso pode possibilitar a
reprodução de situações do mundo real em ambientes criados em computador, a fim de
oferecer sensações e experiências presentes no mundo real (BOGONI; PINHO, 2014).

Uma das vantagens da simulação virtual é que o treinamento pode ser realizado com
uma duração fixa e um determinado número de casos, como também pode ser controlada
por níveis de competência do usuário (SATAVA; GALLAGHER; PELLEGRINI, 2003).
Os simuladores para área da medicina apresentam a inexistência de riscos aos pacientes e
estudantes, além de aumentar a precisão do aluno, e possibilitar repetição de treinamento
e a transferência de experiência (MARAN; GLAVIN, 2003).

Entretanto, desenvolver um simulador ou um jogo para medicina requer cuidados,
visto que os alunos irão lidar com vidas humanas, não podendo haver erros. Os dados
apresentados para os estudantes em um simulador precisam ser verdadeiros e de confiança,
assim, é necessário que os dados sejam analisados por especialistas.

Cada doença apresenta vários sintomas, entretanto algumas apresentam sintomas e
taxas de exames semelhantes entre si. Portanto, processar grande quantidade de dados
contido em base de amostras de doenças se torna um problema devido à complexidade
e necessidade da análise dos dados pelo especialista da área. Com o passar do tempo
novas doenças vão surgindo e sintomas podem variar. Sendo necessário atualizar os dados
para que os estudantes tenham acesso ao que é mais recente. Assim, para simular um
especialista que classifique os dados é possível utilizar técnicas de inteligência artificial,
como o Aprendizado de Máquina (AM), que pode ser usado em jogos para medicina
(SILVA et al., 2019).

Além disso, tem-se a necessidade de possibilitar que profissionais da área realizem
a inserção de novos dados de forma simples, fácil e de confiança, para que o simulador seja
incrementado constantemente. Portanto, é necessário um ambiente on-line que possibilite
o gerenciamento dos dados. Na próxima Seção estão os objetivos com base nos problemas
de pesquisa aqui abordados.

1.4 OBJETIVOS
Considerando a problemática mencionada na Seção anterior, o presente trabalho

propõe um módulo inteligente para auxiliar no gerenciamento de um jogo sério, realizando
a classificação de dados médicos por meio de modelos de aprendizado de máquina e
os disponibilizando a um jogo sério. Além disso, também é necessário que esses dados
sejam facilmente administrados pelos profissionais da medicina que utilizarem o módulo
inteligente.

Esse módulo inteligente faz parte do DocTraining, um projeto que conta com um
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jogo sério para treinamento dos estudantes de medicina. Portanto, para o alcance do
objetivo geral foram definidos os seguintes objetivos específicos:

• Identificar o estado da arte relacionado ao Aprendizado de Máquina nos Jogos para
Medicina;

• Propor uma interface para utilização do módulo inteligente pelos professores/especialistas,
na qual seja possível expandir os dados e gerenciar o jogo sério;

• Analisar a usabilidade e utilidade do módulo inteligente;

• Combinar múltiplos classificadores independentes na classificação de dados médicos,
para gerar modelos de classificação que podem ser retreinados e atualizar os dados;

• Analisar a eficiência de classificação dos dados no módulo inteligente.

1.5 METODOLOGIA
Para propor esta nova abordagem, a metodologia de pesquisa utilizada neste

trabalho seguiu um conjunto de fases, sendo dividida em: Revisão de Literatura; Revisão
Sistemática de Literatura; Prototipação; Implementação; e Validação. Na Figura 9, pode-se
observar o passo a passo da metodologia, que é descrita em seguida. Outros detalhes da
metodologia também são apresentados ao longo do texto.

Figura 9 – Metodologia de Pesquisa.

Fonte: Autoria Própria

A Revisão de Literatura proporcionou a extração dos conceitos necessários para o
desenvolvimento do módulo inteligente baseado em AM, além de identificar os principais
trabalhos relacionados à essa temática.

A Revisão Sistemática de Literatura (RSL) tem o objetivo de caracterizar o estado
da arte em uma determinada área do conhecimento, e identifica lacunas e oportunidades



Capítulo 1. INTRODUÇÃO 32

de pesquisa. Por meio da RSL é possível realizar uma síntese do conhecimento existente
sobre determinado assunto (BIOLCHINI et al., 2007). Neste trabalho, a RSL determinou
o estado da arte do aprendizado de máquina nos jogos para medicina, identificando as
principais técnicas, necessidades e limitações apresentadas na literatura.

A Prototipação, segundo Pressman e Maxim (2016), tem o objetivo de identificar
os requisitos do software. Sommerville (2007) define a prototipação como um processo
que tem como propósito facilitar o entendimento dos requisitos e apresentar conceitos
e funcionalidades do software. Nesta fase é apresentada com o protótipo, a arquitetura
para gerar cada Múltiplo Classificador (MLC). Esta fase é responsável pela seleção de
classificadores, na qual serão apresentados diversos MLCs.

Na Implementação do módulo inteligente, que é utilizado pelos professores e
profissionais da medicina, foi utilizado o framework Django3, para desenvolvimento Web
de alto nível, com design limpo e pragmático, extremamente escalável. Foi utilizada a
linguagem de programação Python4, pois é uma das linguagens mais populares para
computação científica. Por ser de natureza interativa de alto nível e pelo grande número de
bibliotecas científicas, é uma boa opção para a análise exploratória de dados (PEDREGOSA
et al., 2011). Neste módulo inteligente também está o AM, que contêm os modelos dos
classificadores que rotulam os dados médicos. A implementação ainda conta com o pré-
processamento dos dados antes da aplicação das técnicas de AM.

A Validação foi feita por meio de duas etapas, sendo a primeira dos modelos de
AM; e a segunda foi uma pré-validação com os especialistas que utilizaram o módulo
inteligente.

• A etapa de validação dos modelos de AM foi subdividida em duas fases, na qual
foram empregadas técnicas de Divisão de Porcentagem5 (DP) e Validação Cruzada
(VC) dos classificadores de AM e dos MLCs.

Na primeira fase, a DP se baseou nas taxas de acertos e erros, na qual foi utilizada
uma DP de 80% dos dados para treino e 20% para teste. E a VC empregou técnicas
de K-fold, em que foram gerados cinco grupos com todas as instâncias do arquivo,
sendo quatro para treinamento e uma para teste, alternando-os sucessivamente. Com
isso, foram gerados cinco classificadores diferentes, em que o resultado final é a média
dos cinco classificadores. Portanto, é visível a taxa real de acerto do classificador,
dificultando que haja overfitting, na qual o modelo de AM se torna inútil com novos
dados para classificação (SCIKIT-LEARN, 2019). A métrica de desempenho utilizada
na DP e na VC foi a precisão.

3 https://www.djangoproject.com/
4 https://www.python.org/
5 O termo em inglês para esse método é percentage split.



Capítulo 1. INTRODUÇÃO 33

Na segunda fase, foi utilizada uma DP de 60% dos dados para treino e 40% para teste,
de acordo com a pratica padrão (CATON et al., 2018). A VC também empregou
técnicas de K-fold, foram gerados oito grupos com todas as instâncias do arquivo,
sendo sete para treinamento e uma para teste, sendo alternados sucessivamente.
Assim, o resultado final foi a média dos oito classificadores. A métrica de desempenho
utilizada nesta fase foi a F-measure, havendo variação para Weighted F-measure
quando tratada de classificação multiclasse, como nos casos clínicos.

• Na etapa de pré-validação com os especialistas foram levados em conta as opiniões
dos professores e profissionais da área em relação ao módulo inteligente e a confiança
nos dados fornecidos para jogo. Assim, eles foram submetidos a uma entrevista
semiestruturada, sendo possível coletar dados para validação do projeto.

1.6 ESTRUTURA DO DOCUMENTO
O presente trabalho está organizado conforme a seguinte estrutura: primeiro, no

Capítulo 2, são apresentados conceitos sobre o aprendizado de máquina, e é apresentado
o DocTraining; no Capítulo 3, é descrita uma Revisão Sistemática da Literatura que
retrata o estado da arte referente ao uso do aprendizado de máquina nos jogos para
medicina; no Capítulo 4, apresenta-se as bases de dados deste estudo, o pré-processamento
aplicado, e a arquitetura de geração dos múltiplos classificadores; o Módulo Inteligente do
DocTraining é apresentado no Capítulo 5; em seguida, no Capítulo 6, são apresentadas
a validação computacional, a pré-validação realizada com os profissionais da medicina,
e as discussões; e, por fim, no Capítulo 7, são apresentados as conclusões, contribuições
científicas, limitações e trabalhos futuros desta pesquisa.
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2 REFERENCIAL TEÓRICO

Neste Capítulo, são apresentados os conceitos e terminologias básicas ao entendi-
mento deste trabalho e para a execução do desenvolvimento do módulo inteligente para
auxiliar na simulação de casos clínicos, e na identificação de diabetes e doença cardíaca
em pacientes. Primeiramente é apresentando o DocTraining. Na sequência é apresentado
o Aprendizado de Máquina, sua definição, termos, hierarquia, classificação, processo de
classificação, alguns classificadores. Por fim, é apresentada a combinação de classificadores,
na qual são descritas as formas de se combinar classificadores.

2.1 DOCTRAINING
O DocTraining foi um ambiente 3D com o jogo sério para o treinamento de

estudantes de medicina em casos clínicos, apresentado por Lima (2016). Foi desenvolvido
com intuito de mitigar os erros médicos e apoiar o processo de aprendizagem dos estudantes.

A ferramenta de apoio é dividida em: ambiente 3D; sistema de gerenciamento de
dados de usuário; jogo sério; e, CSDA (Criador de Sintomas, Doenças e Amostras). A
simulação de casos clínicos foi feita por meio de ambiente 3D, aplicativo móvel usando
sintetizador de voz e imersão através de óculos de realidade virtual. O sistema ainda
conta com AM e Sistema multiagente para classificação de doenças. A visão geral para
computadores de mesa do DocTraining é apresentada na Figura 10, o usuário entra no
site e tem a opção de entrar no ambiente 3D.

Figura 10 – Visão geral para computadores de mesa e laptops.

Fonte: Lima (2016)

Dentro do ambiente, o estudante de medicina pode entrar no hospital universitário e
começar a consultar pacientes por meio do jogo sério. O jogo se comunica com o servidores,
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onde o AM junto ao Sistema Multiagente fazem as classificações dos dados, a partir dos
repositórios de doenças e amostras.

O DocTraining ficou complexo e algumas funcionalidades não ficaram bem elabo-
radas, como a complexidade das consultas e o AM. Além dos elementos de gamificação,
qualidade gráfica do jogo, variedades de conteúdo e o principal, estrutura do código
desenvolvido. A sua versão não é mais compatível com a versão atual da Unity, na qual
o software foi desenvolvido. Dessa maneira, o sistema encontra-se obsoleto em relação a
tecnologia atual, e fora de funcionamento. Na Figura 11, pode-se observar uma consulta e
diagnóstico de um paciente pelo usuário/estudante.

Figura 11 – Tela de seleção de diagnóstico.

Fonte: Lima (2016)

O CSDA tomava como base valores booleanos, ou seja, valores de Verdadeiro ou
Falso, que eram utilizados pelo jogo nos sintomas informados pelo paciente. Isso também
limitou o jogo, pois os pacientes já informavam sobre dados que deveriam ser descobertos
com exames. Na Figura 12, é apresentado o CSDA, na qual os professores eram capazes
de gerenciar os dados do AM, entretanto esse acesso era local, o que dificultava esse
incremento.
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Figura 12 – Componente criado para uso do especialista de saúde.

Fonte: Lima (2016)

Lima (2016) e SOUSA NETO et al. (2018), definiram como trabalhos futuros,
utilizar comitês de classificadores para verificação de melhoria na acurácia do cálculo de
diagnóstico de amostras não rotuladas. Combinando múltiplos classificadores independentes
para verificar melhorias significativas de veracidade das respostas encontradas, tem-se
o objetivo de sempre rotular amostras com o melhor grau de certeza, pois as amostras
de Diabetes classificadas por Lima (2016), conseguiram 75,39% como o melhor resultado
usando VC com 10-folds por meio da métrica de precisão. Além da inserção de classificadores
multirrótulo para classificação de doenças que compartilham sintomas exatamente iguais.

2.2 APRENDIZADO DE MÁQUINA
Anos atrás a inteligência artificial era vista como uma área teórica, com poucas

aplicações e com pouco valor prático. Com o crescimento dos dados nas últimas décadas,
houve a necessidade de ferramentas computacionais mais sofisticadas e autônomas para
redução de intervenção humana e dependência de especialistas. Assim, por meio de algumas
técnicas, seriam capazes de criar por si próprias, a partir da experiência passada, uma
hipótese, ou função, capaz de resolver o problema que se deseja tratar. Este processo de
indução de uma hipótese, por meio de experiência passada, dá-se o nome AM (LUGER,
2014).
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2.2.1 Definição

O AM é importante para aplicações práticas de inteligência artificial por conta
da indução (LUGER, 2014). A indução é a forma de inferência lógica que permite que
conclusões gerais sejam obtidas de exemplos ou observações particulares. Assim, o AM
é programado para aprender com experiência passada, usando o princípio da inferência
chamado de indução, onde se obtém conclusões genéricas a partir de um conjunto de
exemplos (FACELI et al., 2011).

Monard e Prati (2005), definem AM como uma subárea de pesquisa muito im-
portante da Inteligência Artificial, com uma importante característica essencial para o
comportamento de inteligência, que é a capacidade de aprender. Segundo Rossi (2016),
os objetivos dos algoritmos de AM é aprender, generalizar, ou ainda extrair padrões ou
características das classes com base nos rótulos informados pelo especialista.

Assim, o uso de algoritmos de aprendizado de máquina exige o menor esforço hu-
mano, pois os modelos de classificação são mais fáceis de serem construídos (BENBRAHIM;
BRAMER, 2009). Para Faceli et al. (2011), existem várias aplicações bem-sucedidas de
técnicas de AM na solução de problemas reais, tais como:

• Reconhecimento de palavras faladas;

• Predição de taxas de cura de pacientes com diferentes doenças;

• Detecção do uso fraudulento de cartões de crédito;

• Condução de automóveis de forma autônoma em rodovias;

• Ferramentas que jogam gamão e xadrez de forma semelhante a campeões;

• Diagnóstico de câncer por meio da análise de dados de expressão gênica.

2.2.2 Conceitos Básicos do Aprendizado de Máquina

São encontradas na literatura algumas definições sobre conceitos de aprendizado de
máquina, nesta Subseção são apresentados alguns conceitos, tais como: Indutor; Exemplo;
Rótulo; Atributo; Conjunto de Treinamento; Conjunto de Testes; Precisão Média; F-
measure; e, Validação Cruzada. A seguir, são apresentadas tais definições.

• Indutor: Segundo Monard e Baranauskas (2003), o objetivo do indutor (ou programa
ou algoritmo) consiste em extrair um bom classificador a partir de um conjunto de
exemplos rotulados. O indutor pode ser usada para classificar novos dados (ainda
não rotulados) com a meta de predizer corretamente. Assim, o classificador pode ser
avaliado considerando sua precisão, recall (revocação), F1-score (também conhecido
por F-score ou F-measure) e velocidade de aprendizado.



Capítulo 2. REFERENCIAL TEÓRICO 38

• Exemplo: Um exemplo, também conhecido como registro ou dado, é uma tupla (ou
também um vetor ou linha da tabela) de valores de atributos. Um exemplo descreve
o objeto de interesse ou central, tal como um paciente, dados médicos sobre uma
determinada doença, exames ou histórico de clientes (MONARD; BARANAUSKAS,
2003).

• Rótulo ou Classe: Rótulo também chamado de atributo-alvo ou classe, descreve o
conceito de algo que se deseja aprender para tornar viável a realização de predições
a seu respeito (FACELI et al., 2011). No uso de aprendizado supervisionado, todo
exemplo possui pelo menos um atributo denominado rótulo, mas podem haver mais
(SILVA, 2017). Quando na classificação são possíveis apenas dois resultados, como
sim ou não, é chamada de classificação binária, mas caso esse número seja variado é
chamada de classificação multiclasse.

• Atributo: Os atributos também chamados campos ou variáveis, são utilizados para
descrever características ou aspectos de um exemplo. Geralmente, os atributos se
dividem em dois modelos: discretos ou contínuos. Atributos discretos contêm um
número limitado ou finito de valores. Um tipo especial de atributo discreto é o
atributo binário, também chamado de booleano, que possui apenas dois valores
de saída, como: 0 ou 1; sim ou não; ausência ou presença; verdadeiro ou falso;
ou outros dois valores. Os atributos contínuos, por sua vez, são representados por
números infinitos de valores. Esses atributos contínuos são resultados de medidas
e representados por números reais ou inteiros, como peso, tamanho e distância
(FACELI et al., 2011; SILVA, 2017).

• Conjunto de Treinamento: O conjunto de treinamento é utilizado como entrada
pelos algoritmos de aprendizado para construção do classificador. Assim, esse conjunto
deve ser representativo na distribuição da população dos dados do domínio, contendo
todos os exemplos das classes (SILVA, 2017).

• Conjunto de Teste: O conjunto de teste tem a função de avaliar o modelo cons-
truído. Esse conjunto não deve ser apresentado ao algoritmo de aprendizado durante
a elaboração o treinamento. O ideal é que o conjunto de testes não tenha exemplos
em comum com os exemplos do conjunto de treinamento, pois o algoritmo deve ser
capaz de classificar exemplos que ainda não conhece (SILVA, 2017).

• Precisão Média: A precisão média se resume em uma curva de precisão de re-
cuperação como a média ponderada de precisões alcançadas em cada limite, com
o aumento na recuperação do limite anterior usado como peso, de acordo com a
Fórmula 2.1, apresentada a seguir.
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precisão =
n∑
X

(
Rn −Rn−1

)
Pn (2.1)

Na qual Pn e Rn são precisão e a recuperação no enésimo limiar (SCIKIT-LEARN,
2019). Caso essa métrica calculada pelos pesos, são calculadas métricas para cada
rótulo e encontra a média ponderada pelo número de instâncias verdadeiras para
cada rótulo.

• F-measure ou medida-F: Apesar de precisão ser uma métrica mais popular, que
descreve o percentual de acertos do modelo em comparação com o total de previsões
realizadas, ela não fornece detalhes levando em considerações os acertos pelo número
de classes. Assim, o F-measure é uma média harmônica entre precisão e recall
(revocação ou cobertura). A métrica de desempenho F-measure apresenta a Fórmula
2.2 para tarefas de classificação binária. Quando a classificação é de multiclasses ou
multirrótulos a média do F-measure de cada classe deve ser ponderada dependendo
do parâmetro, como no caso do Weighted F-measure, que calcula métricas para cada
rótulo e encontra a média ponderada pelo suporte (número de instâncias verdadeiras
para cada rótulo).

F −measure = 2 · precision · recall

precision + recall
(2.2)

• Validação Cruzada: Realizando as validações dos classificadores, é possível ajustar
as configurações do modelo manualmente para que ele se torne ideal. Havendo
a possibilidade do conhecimento dos dados “vazar” para o modelo, ocorrendo o
chamado overfitting, onde o modelo aprendeu os dados de treino e se ajustou a
eles, podendo se tornar inútil com novas amostras. Para que isso não se torne um
problema é possível utilizar a Validação Cruzada (Cross-validation), onde os dados
são divididos em K conjuntos menores e são usados K - 1 para treinamento e 1 para
teste. Após avaliada a performance com o conjunto de teste que não foi submetido o
processo é repetido alternando os conjuntos, assim é usado um dos conjuntos para
teste e os demais para treino. O desempenho será a média dos K classificadores
durante o processo (SCIKIT-LEARN, 2019).

2.2.3 Hierarquia do Aprendizado

Faceli et al. (2011) em seu livro6 mostram que os algoritmos de AM podem ser
organizados de diferentes maneiras. Uma dessas maneiras é em relação ao paradigma de
aprendizado, esses critérios de AM podem ser divididos em preditivas e descritivas, e são
apresentados a seguir:
6 Inteligência Artificial – Uma Abordagem de Aprendizado de Máquina - ISBN 978-85-216-1880-5
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• Preditivas: Tem o objetivo de encontrar padrões, a partir dos dados de treinamento
que possam ser utilizados na previsão de rótulos de novos exemplos. Algoritmos de
AM, utilizados nesta tarefa, seguem o paradigma de aprendizado supervisionado. O
termo supervisionado se refere ao fato da presença de um supervisor externo, que
conhece previamente saída, ou os rótulos. Assim, ele pode avaliar a capacidade da
hipótese induzida e predizer o valor de saída para novos exemplos.

• Descritivos: Tem o objetivo de explorar ou descrever um conjunto de dados. Os
algoritmos utilizados para descrição, não fazem uso de atributos de saída (ou rótulos),
seguindo um paradigma de aprendizado não supervisionado, pois não há presença de
um especialista que conhece os dados. Uma aplicação descritiva é no agrupamento de
dados, onde a meta é encontrar grupos de objetos semelhantes no conjunto de dados.
A aplicação da descrição também pode ser para encontrar regras de associação que
relacionam um grupo de atributos a outro grupo de atributos.

De acordo com esses paradigmas, para Faceli et al. (2011), tem-se uma hierarquia de
AM, com base no uso de indução. O aprendizado por meio da indução realiza generalizações
a partir dos dados. Tem-se então o aprendizado supervisionado (preditivo) e o não
supervisionado (descritivo). Assim, nas tarefas supervisionadas os rótulos dos dados são:
discreto, no caso de classificação; e, contínuo, no caso de regressão.

No paradigma descritivo, são genericamente divididos em: agrupamento, em que
os dados são agrupados de acordo com sua similaridade; sumarização, cujo objetivo é
encontrar uma descrição simples e compacta para um conjunto de dados; e associação, que
consiste em encontrar padrões frequentes de associações entre os atributos de um conjunto
de dados. Na Figura 13, pode-se observar a hierarquia de aprendizado segundo Faceli et
al. (2011). Mais desses conceitos são apresentados na Subseção 2.2.5.

Figura 13 – Hierarquia de aprendizado.

Fonte: Faceli et al. (2011)
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2.2.4 Classificação de Dados

Segundo Monard e Prati (2005), os sistemas de AM podem ser classificação se-
gundo várias dimensões, como: Modo; Paradigma; Forma de aprendizado; e, Linguagem
de descrição utilizada para descrever exemplos e conhecimento. Na Tabela 3 estão as
classificações do AM.

Tabela 3 – Classificação de Aprendizado de Máquina.

Modos Paradigmas Formas Linguagens de Descrição

Supervisionado Simbólico Incremental Exemplos ou ObjetosEstatístico
Não supervisionado Baseado em exemplos

Não-Incremental
Hipóteses

Semissupervisionado Conexionista Conhecimento de DomínioEvolutivo
Fonte: Monard e Prati (2005)

Os Paradigmas são definidos por Monard e Baranauskas (2003) da seguinte forma:

• Simbólico: Os sistemas de aprendizado simbólico buscam aprender construindo
representações simbólicas de um conceito através da análise de exemplos e contra
exemplos desse conceito. As representações simbólicas estão tipicamente na forma
de alguma expressão lógica, árvore de decisão, regras ou rede semântica.

• Estatístico: Consiste em utilizar modelos estatísticos para encontrar uma boa
aproximação do conceito induzido. Por exemplo, um classificador linear assume que
as classes podem ser expressas como combinações lineares dos valores dos atributos,
procurando uma combinação linear que forneça a melhor aproximação sobre o
conjunto de dados. Dentre os métodos estatísticos podem ser citados os baseados em
redes bayesianas.

• Baseado em Exemplos: Tem como objetivo classificar exemplos nunca vistos,
através de exemplos similares vistos anteriormente. São exemplos desse paradigma
os algoritmos do tipo Raciocínio Baseado em Casos ou Nearest Neighbor (vizinho
mais próximo).

• Conexionista: Redes Neurais são construções matemáticas simplificadas inspiradas
no modelo biológico do sistema nervoso. A representação de uma Rede Neural
envolve unidades altamente interconectadas e, por esse motivo, o nome conexionismo
é utilizado para descrever a área de estudo. A metáfora biológica com as conexões
neurais do sistema nervoso tem interessado muitos pesquisadores, e tem fornecido
muitas discussões sobre os méritos e as limitações dessa abordagem de aprendizado.
Em particular, as analogias com a biologia tem levado muitos pesquisadores a
acreditar que as Redes Neurais possuem um grande potencial na resolução de
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problemas que requerem intenso processamento sensorial humano, tal como visão e
reconhecimento de voz.

• Genético: Um classificador genético consiste de uma população de elementos de
classificação que competem para fazer a predição. Elementos que possuem uma
performance fraca são descartados, enquanto os elementos mais fortes proliferam,
produzindo variações de si mesmos. Este paradigma possui uma analogia direta com
a teoria de Darwin, na qual sobrevivem os mais bem adaptados ao ambiente.

Já em relação a forma de aprendizado, os algoritmos de AM são classificados em
não-incremental e incremental por Monard e Prati (2005):

• Não-incremental: Quando necessita que todos os exemplos utilizados pelo algo-
ritmo estejam simultaneamente disponíveis.

• Incremental: Não necessita que todos os exemplos utilizados pelo algoritmo estejam
simultaneamente disponíveis, pois tenta atualizar a hipótese corrente sempre que
novos exemplos são adicionados ao conjunto de treinamento.

Qualquer que seja o tipo de aprendizado, são necessárias linguagens para descrever
exemplos, hipóteses e conhecimento do domínio. Essas linguagens dependem do paradigma.
Os Modos de AM possuem outras divisões além das apresentadas por Monard e Prati
(2005). Na Subseção a seguir são apresentadas as classificações dos modos ou tipos de AM.

2.2.5 Tipos de Aprendizado de Máquina

Como apresentadas nas Subseções 2.2.3 e 2.2.4, o AM possui alguns tipos ou modos.
Diversos autores na literatura apresentam os tipos de AM. Lorena e Carvalho (2007), os
classifica em Aprendizado Supervisionado e Aprendizado Não Supervisionado. Já Faceli et
al. (2011), os classifica em Aprendizado Supervisionado, Aprendizado Não Supervisionado,
e Aprendizado Por Reforço. Matsubara (2004) apresenta outra definição diferente dos
demais, onde ele cita o Aprendizado Semissupervisionado.

Russell e Norvig (2014) apresentam os AM citados anteriormente, ou seja: Apren-
dizado Supervisionado; Aprendizado Não Supervisionado; Aprendizado Por Reforço e
Aprendizado Semissupervisionado. Na Figura 14 estão os tipos de aprendizado de máquina,
e em seguida são apresentadas as suas definições.



Capítulo 2. REFERENCIAL TEÓRICO 43

Figura 14 – Tipos de Aprendizado de Máquina.

Fonte: Autoria Própria

Aprendizado Por Reforço

O Aprendizado Por Reforço (APR), é apresentado por Faceli et al. (2011) como
uma tarefa na qual a meta é reforçar ou recompensar uma ação considerada positiva e
punir uma ação considerada negativa. Um exemplo de tarefa de reforço é a de ensinar um
robô a encontrar a melhor trajetória entre dois pontos.

Algoritmos de aprendizado utilizados nessa tarefa, em geral, punem a passagem
por trechos pouco promissores e recompensam a passagem por trechos promissores. A
aprendizagem por reforço é o único caminho possível para treinar um programa com
desempenho de alto nível (RUSSELL; NORVIG, 2014).

Aprendizado Não Supervisionado

O Aprendizado Não Supervisionado (ANS), tem como objetivo explorar ou descrever
um conjunto de dados (FACELI et al., 2011). No ANS, segundo Russell e Norvig (2014), o
agente aprende padrões na entrada, embora não seja fornecido nenhum feedback explícito.
A tarefa mais comum de aprendizagem não supervisionada é o agrupamento: a detecção
de grupos de exemplos de entrada potencialmente úteis.

Segundo Lorena e Carvalho (2007), no ANS não há a presença de um professor,
ou seja, não existem exemplos rotulados. O algoritmo de ANS aprende a representar
(ou agrupar) as entradas submetidas segundo uma medida de qualidade. Essas técnicas
são utilizadas principalmente quando o objetivo for encontrar padrões ou tendências que
auxiliem no entendimento dos dados.

Aprendizado Supervisionado

No Aprendizado Supervisionado (AS), é fornecido ao algoritmo de aprendizado, ou
indutor, um conjunto de exemplos de treinamento para os quais o rótulo da classe associada
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é conhecido (MONARD; BARANAUSKAS, 2003). Esse AM tem como objetivo encontrar
um modelo ou hipótese, a partir de dados de treinamento, que podem ser utilizados para
prever um rótulo ou valor que caracterize um exemplo novo, com base nos atributos de
entrada (FACELI et al., 2011).

Russell e Norvig (2014) afirmam que nesse tipo de aprendizado o agente observa
alguns exemplos de pares de entrada e saída, e aprende uma função que faz o mapeamento
da entrada para a saída. Quando a saída do conjunto de treinamento são valores finito
(como ensolarado, nublado ou chuvoso), o problema da aprendizagem será chamado
de classificação, e se esses dados apresentarem apenas dois valores, será chamado de
classificação booleana ou binária.

Quando a saída do conjunto de treinamento for um número (como temperatura de
amanhã), o problema de aprendizagem é chamado de regressão. Tecnicamente, a solução
de um problema de regressão é encontrar uma expectativa condicional ou valor médio do
treinamento porque a probabilidade de acharmos exatamente o número de valor real certo
para o treinamento é 0 (RUSSELL; NORVIG, 2014).

Aprendizado Semissupervisionado

No Aprendizado Semissupervisionado (ASS) são usados exemplos rotulados e não
rotulados, pois no AS às vezes é trabalhoso, lento e custoso conseguir dados rotulados e
usar o ANS pode não ser trivial para descobrir o conceito embutido nos nós dos clusters
encontrados. Como é uma tarefa difícil solicitar a um especialista que classifique todos
esses dados, ainda é possível solicitar ao especialista que classifique alguns desses dados
com alta certeza. Assim, é possível utilizar algoritmos de ASS (MATSUBARA, 2004).

Segundo Russell e Norvig (2014), no ASS são dados alguns poucos exemplos
rotulados e deve-se fazer o que puder na coleção de exemplos não rotulados, mesmo os
rótulos em si podem não ser as verdades que esperamos.

O ASS emprega estratégia que estendem o AS ou ANS para incluir informações
adicionais do outro paradigma de aprendizagem. Por exemplo, a classificação semissuper-
visionada tem como objetivo treinar um classificador com dados rotulados e não rotulados,
para obter um melhor classificador do que se fosse treinado só com dados rotulados
(MANCHEGO, 2013).

2.2.6 Processo de Classificação

O processo de classificação, segundo Monard e Baranauskas (2003), pode ser
ilustrado de maneira geral pela Figura 15, com o conhecimento sobre o domínio é possível
escolher os dados ou fornecer alguma informação previamente conhecida como entrada ao
indutor. Após a indução, o classificador é geralmente avaliado e o processo de classificação
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pode ser repetido, se necessário, por exemplo, adicionando outros atributos, exemplos ou
mesmo ajustando alguns parâmetros no processo de indicação.

Figura 15 – Processo de classificação de dados.

Fonte: Monard e Baranauskas (2003)

Em seu livro7, Russell e Norvig (2014) indagam sobre a quantidade de dados
necessários para o aprendizagem de máquina, e em seguida afirma que, quanto mais dados
de treinamento, há um melhor treinamento, conforme apresentado na Figura 16, onde é
possível visualizar uma curva de aprendizagem em algoritmo de árvore de decisão.

Figura 16 – Exemplo de curva de aprendizagem em árvore de decisão em domínio de
restaurante.

Fonte: Russell e Norvig (2014)

Pode-se observar que à medida que o tamanho de conjunto de treinamento cresce,
também aumenta a proporção de classificações corretas dos testes, chegando próximo a 1
7 Inteligência Artificial – Tradução da Terceira Edição - ISBN 978-85-352-3701-6
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ou 100%. Pois com mais conjunto de treinamento o indutor terá mais conhecimento sobre
aquele domínio, simulando um especialista real. Para realizar esse processo é necessário o
classificador, assim são apresentadas na Subseção a seguir algumas técnicas para gerar
classificadores.

2.2.7 Classificadores

Nesta Subseção são apresentadas algumas técnicas para gerar classificadores de
AM.

Máquina de Vetores de Suporte

AMáquina de Vetores de Suporte (MVS) é um técnica de AS usado para classificação
de dados binários linearmente não probabilísticos. A MVS tem a capacidade de ajustar um
hiperplano que separa duas ou mais classes diferentes. Quando os dados são linearmente
não separáveis, é usado o truque do kernel que mapeia as entradas de dados para espaços
dimensionais mais altos de recursos nos quais eles são facilmente separáveis, ou seja, esses
dados passam para mais de duas dimensões onde será possível separá-los por meio de uma
curva linear (ALCHALABI et al., 2017).

Rede Neural Artificial

A Rede Neural Artificial é uma técnica de AM amplamente utilizada na área.
Uma de suas muitas aplicações é no planejamento de caminhos, pois ela tem uma grande
capacidade de aprender caminhos não lineares (AHMAD et al., 2013).

Nela é definido um conjunto de neurônios de entrada que são ativados para realizar o
processamento. Os dados adquiridos por essa ativação dos neurônios são então ponderados
e transformados por uma função determinada na rede, sendo repassados para outros
neurônios. O processo é finalizado quando um neurônio de saída é ativado. Finalizando
com a classificação daquela exemplo.

Redes Bayesianas

As Redes Bayesianas ganharam importância no mundo científico graças à sua
utilidade na modelagem e tratamento em incerteza, principalmente na medicina (KINCAID
et al., 2003). As Redes Bayesianas podem ser adequadas no uso de simuladores de casos
clínicos. Pearl (2014) sugeriu que o raciocínio humano deve adotar uma estratégia diferente,
que desvie o foco da faceta quantitativa da representação das probabilidades, para dar
mais atenção às relações de dependência entre variáveis.

Com base nisso, a estrutura de conhecimento utilizada para avaliação humana é
do tipo de gráficos de dependência e percorrer as conexões entre seus nós consiste nos
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processos básicos de pesquisa, o que fazem as Redes Bayesianas (FLORES et al., 2013).
As redes Bayesianas são adequadas para modelar o conhecimento e apoiar o raciocínio sob
a modelagem do conhecimento de incerteza (FLORES et al., 2013).

Árvore de decisão

A Árvore de decisão é normalmente usada em problemas de classificação. Nesta
técnica, o conjunto de dados é aprendido e modelado. O objetivo é subdividir o problema
complexo e grande em subproblemas menores que são mais simples de serem resolvidos.

Assim, cada subproblema ainda pode ser subdividido em menores, com intuito de
simplificar o problema (CHAVES, 2012). Por fim, a estrutura se torna semelhante à de
uma árvore, na qual cada nó é responsável por realizar uma decisão até chegar em uma
folha, que representa o rótulo do exemplo.

Regressão linear

A regressão linear é uma equação para se estimar a condicional de uma variável,
utilizando os valores de algumas outras variáveis. Assim, é possível prever um valor
esperado utilizando outros dados. Entretanto diferente de outras técnicas, na regressão
linear o resultado é algo continuo, como a temperatura.

Q-learning

O Q-learning é uma técnica de APR que faz com que agentes computacionais
aprendam a agir de maneira ideal em domínios markovianos. Produzindo efeito incremental
para programação dinâmica que impõe demandas computacionais limitadas. Melhorando
sucessivamente suas avaliações da qualidade de ações específicas em estados específicos
(WATKINS; DAYAN, 1992).

Portanto o Q-learning aprende uma política, e diz a um agente que ação tomar em
uma circunstância. O Q-learning encontra uma política ideal no sentido de maximizar o
valor esperado da recompensa total em todas e quaisquer etapas sucessivas, a partir do
estado atual (MELO, 2001).

Regressão logística

A Regressão logística é uma técnica de AM baseada em estatística. Na qual a partir
de um conjunto de observações, um modelo é capaz de realizar a predição de valores
tomados por uma variável categórica, frequentemente binária, a partir de uma série de
variáveis explicativas contínuas e/ou binárias (JR; LEMESHOW; STURDIVANT, 2013).

Quando aplicada ela gera um resultado que varia entre 0 e 1 por meio de regressão,
mas ao fim com base nesse resultado é feita uma classificação dos dados. Sendo assim
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diferente da regressão linear, que produz uma saída de valor contínuo e não discreto, como
na Regressão logística.

K-Vizinhos mais próximos

A técnica de K-Vizinhos mais próximos, também conhecida por K-Nearest Neighbor
é uma técnica de AM baseado em estatística, na qual os exemplos de teste são adicionados
em um espaço de recursos. A saída no caso de uma classificação é uma associação de classe
utilizando os K vizinhos mais próximos sendo o objeto atribuído à classe mais comum
entre esses vizinhos mais próximos (COVER; HART, 1967).

Se K for 1, por exemplo, então o rótulo será atribuído ao vizinho que estiver mais
próximo. Nesta técnica ainda pode ser adaptado o peso dos vizinhos com base no problema
e/ou o número de vizinhos, na qual é tomada a decisão final.

Naive Bayes

O método de Bayes Ingênuo, popularmente conhecido por Naive Bayes é uma
técnica de aprendizado supervisionado baseado na aplicação do teorema de Bayes com a
suposição de independência condicional entre os pares de recursos, dado a classificação
da classe (LEWIS, 1998). O Naive Bayes é um método rápido, pois se baseia apenas em
estatística, diferente dos métodos mais sofisticados (ZHANG, 2004).

2.3 COMBINAÇÃO DE CLASSIFICADORES
Combinar múltiplas entradas para inferir informações sobre o ambiente é muito

natural, pois é feita diariamente pelos humanos, nós combinamos diariamente informações
acústicas, visuais, táteis, olfatórias e térmicas para gerir sobre o mundo a volta. Um exemplo
muito frequente é o de sistemas biológicos que adotam tais esquemas (ACHERMANN;
BUNKE, 1996 apud SALVADEO, 2009).

Neste contexto, fusão de sensores e combinação de classificadores têm sido explo-
rados, sendo baseados nessas inspirações biológicas, como uma alternativa para obter
melhores desempenhos em tarefas de reconhecimento de padrões sem precisar aumen-
tar a complexidade. Apesar dessa área que está crescendo rapidamente, ainda há muito
empirismo nessa área (SALVADEO, 2009).

Várias aplicações forçam seus esforços em combinar múltiplos classificadores, resol-
vendo problemas complexos de modo mais robusto e eficiente (YANG; AULT; PIERCE,
2000); pois nenhum classificador é capaz de resolver todos os problemas em qualquer base
de dados (WOLPERT, 2002). A combinação de classificadores baseia-se no objetivo de unir
classificadores com características diferentes, e melhor ainda se complementares. A união
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de diferentes classificadores traz as vantagens destes e dispensa as fraquezas particulares
de cada um. Assim, é esperado que uma combinação melhore o desempenho (BI et al.,
2004).

As saídas dos classificadores individuais devem ser fortemente não correlacionados
nos erros de classificação, ou seja, os classificadores não devem errar na classificação de uma
mesma amostra, ou ao menos não devem associar uma amostra à mesma classe incorreta
(SALVADEO, 2009). Com essa complementaridade entre os classificadores espera-se que
havendo o erro de um, os outros acertem, ou, pelo menos, forneçam uma classificação
diferente dos outros erros, fazendo com que uma fusão dos classificadores possa obter
bons desempenhos. A fim de obter essa complementariedade um ensemble (conjunto de
classificadores) pode ser estabelecido.

Para isso, segundo Salvadeo (2009), podemos variar os combinadores (nível de
combinação), os classificadores individuais ou especialistas (nível de classificador), os
atributos determinados por técnicas de seleção ou extração de atributos diferentes (nível
de características) e os subconjuntos de dados (nível de dados). Na Figura 17 pode-se
observar essa ilustração.

Figura 17 – Abordagens para a construção de ensembles em combinação de classificadores.

Fonte: Salvadeo (2009)

A combinação de classificadores é um novo classificador, que toma como entrada a
resposta dos classificadores e como saída uma decisão final sobre eles. As respostas dos
classificadores podem se apresentar em 3 níveis segundo Xu, Krzyzak e Suen (1992 apud
SALVADEO, 2009):

• Abstração (menos informação para a tomada de decisão): apenas a informação do
rótulo da classe associada ao padrão é fornecida por cada classificador.
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• Ranking: uma lista contendo a ordem das classes é fornecida pelos classificadores
individuais, onde a classe mais provável está no topo da lista e recebe a 1a posição
no rank.

• Medida (mais informação disponível para a tomada de decisão): uma medida que
pode ser interpretada como o grau de confiança de determinada classe ser a correta
é fornecida por cada classificador.

Assim, antes de combinar a saída de diversos classificadores, as saídas precisam
ser colocadas num mesmo domínio e normalizadas. Isso implica que o tipo de informação
gerada pelos classificadores individuais influenciam a forma de combinar, como o domínio
de probabilidades que é normalmente considerado (SALVADEO, 2009).

Já Pinheiro (2017), expõe a arquitetura de um sistema de múltiplos classificadores,
conforme apresentado na Figura 18. Segundo Pinheiro (2017), esse sistema inicia com a
geração do pool de classificadores, isto é, alguma metodologia para criar classificadores
diferentes para serem combinados; em seguida todo o pool (poda) de classificadores é
treinado; alguns desses classificadores podem ser removidos, com base e métodos de poda,
que utilizam variadas abordagens, seja com base na diversidade, performance ou algum
outro pré-requisito. Para realizar a remoção utiliza-se um conjunto de validação; com os
classificadores treinados é possível iniciar a fase de teste, isto é, apresentar exemplos ainda
não classificados para verificar o desempenho do sistema como um todo.

Figura 18 – Arquitetura de um sistema de múltiplos classificadores.

Fonte: Pinheiro (2017)

Durante a fase de teste é possível existir uma seleção dinâmica do ensemble, para
utilizar apenas os melhores classificadores naquele exemplo que será classificado, para isso
é utilizado um conjunto de validação; assim, no final, o fusor que irá gerar uma única
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resposta ou classificação a partir das respostas dadas por todos os classificadores. As
etapas de linha tracejada não são de uso obrigatórias, pois podem variar dependendo da
necessidade da aplicação.

Uma definição mais atual, em relação a anterior citada por Xu, Krzyzak e Suen
(1992 apud SALVADEO, 2009), é que a forma mais comum de combinar as respostas dos
classificadores é utilizando voto majoritário, essas combinações podem funcionar de três
modos segundo Woźniak, Graña e Corchado (2014):

• A classe será aquela que todos os classificadores votaram nela;

• A classe será aquela que conseguir uma quantidade de votos maior que a metade
dos classificadores após a poda;

• A classe será aquela que conseguir a maior quantidade de votos em comparação com
as outras.

Portanto, por meio dessas combinações apresentadas anteriormente, são possíveis
construir MLCs para aumentar o desempenho inicial dos classificadores, tomando como base
para decisão das combinações os tipos de dados, as precisões e as saídas dos classificadores.
A seguir são apresentados alguns meta-classificadores que também fazem a combinação
dos indutores para formar um MLC.

2.3.1 Meta-classificadores

Nesta Subseção são definidos conceitos sobre alguns meta-classificadores que utili-
zam algumas das técnicas base e gera diversos classificadores alternando os parâmetros e
agregando os resultados de cada um para impulsiona-los. Também é apresentado a Floresta
aleatória, um método de classificadores ensemble.

Bagging

O meta-classificador de Bootstrap aggregating mais conhecido por Bagging foi
publicado por Breiman (1996) no ano de 1996. Ele utiliza vários classificadores base de
um mesmo algoritmo, e reduz a variância na classificação. Para isso são gerados conjuntos
sucessivos e independentes das amostras de dados no treinamento. Cada uma dessas
amostras é gerada escolhendo de forma aleatória n exemplos, por meio de substituição,
para que todas apresentem a mesma quantidade de exemplos. O resultado final é agregado
por meio da confiança (média) desses classificadores, ou pelo voto majoritário.
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Boosting

O Boosting é um meta-classificador utilizado para aprimorar o desempenho de
qualquer algoritmo, como Rede Neural Artificial e Árvore de decisão. Assim, ele transforma
classificadores “fracos” em “fortes”. Neste meta-classificador os parâmetros do classificador
base são ajustados de acordo com os erros anteriores cometidos.

No final é gerado um classificador “forte” que possui a composição de outros
classificadores ajustados, em que o resultado final é agregado também pela média ou pelo
voto majoritário (FREUND; SCHAPIRE et al., 1996). A diferença em relação ao Bagging
e que o Boosting gera sequencialmente o conjunto de treino e os classificadores de acordo
com o resultado da iteração anterior. Enquanto o Bagging gera o conjunto de treino de
forma aleatória e pode gerar os classificadores de forma paralela.

Floresta aleatória

Floresta aleatória é um método de classificadores ensemble usado para classificação
ou regressão e dentre outras tarefas. Ela utiliza a árvore de decisão como classificador base,
e constrói diversas árvores de decisão no momento do treinamento (BREIMAN, 2001).

A floresta aleatória corrige o hábito das árvores de decisão e tenta se ajustar ao
seu conjunto de treinamento (HASTIE; TIBSHIRANI; FRIEDMAN, 2009). A previsão
do conjunto é dada utilizando a confiança dos classificadores individuais. Inicialmente a
floresta aleatória utilizava o Bagging para gerar a combinação, entretanto há pesquisas
que utilizam Boosting (ZHANG; XIE, 2010).
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3 REVISÃO SISTEMÁTICA DA LITERA-
TURA

Neste Capítulo, é apresentado todo o processo de condução da Revisão Sistemática
da Literatura realizada e seus resultados, nela estão todos os trabalhos relacionados
encontrados no âmbito internacional de acordo com o protocolo desta RSL.

3.1 ESCOPO DA REVISÃO SISTEMÁTICA DA LITERATURA
Na medicina, o AM pode ser aplicado a um conjunto de dados com o propósito de

desenvolver modelos de riscos robustos (DEO, 2015), o que não é surpreendente, pois podem
ser aplicados a uma ampla gama de campos como financeiro, astronômico e biológico (DEO
et al., 2014), facilmente reduzindo a tarefa de prever resultados de diversos recursos ou
encontrando padrões recorrentes em conjunto de dados multidimensionais. A aplicação do
AM na medicina enfrenta alguns obstáculos como da precisão realizada por um especialista
humano em relação à máquina (DEO, 2015).

No desenvolvimento dos jogos sérios, a inteligência artificial, por meio do AM,
oferece um potencial significativo, aprimorando a experiência do jogador em todas as
etapas do jogo, ajudando a melhorar vários estágios dentro do desenvolvimento de jogos
sérios (FRUTOS-PASCUAL; ZAPIRAIN, 2017). Os jogos sérios apresentam características
explícitas e cuidadosamente pensadas com propósitos educacionais e não se destinam a
serem jogados somente para diversão (ABT, 1987).

Segundo Clua (2014), o uso de jogos sérios para fins relacionados à saúde tem
se tornado uma forte tendência e o seu impacto pode abrir formas de tratamento sem
precedentes. Dentro deste contexto, várias pesquisas tem sido realizadas buscando explorar
e mapear as mais diversas áreas da medicina e da saúde para o universo dos jogos digitais
(CLUA, 2014).

O AM pode ser usado de diversas maneiras na medicina, como na previsão de
crises e doenças. Os jogos para medicina são de grande valia e também podem auxiliar
de diversas maneiras, tais como: treinamento de médicos; identificação de doenças; e,
tratamento de doenças. Para desenvolver um jogo para medicina é possível utilizar o AM.
Entretanto existem várias tipos, técnicas e tarefas de AM existentes. Assim, surgiu a
necessidade de se descobrir quais as principais formas de se aplicar o AM para desenvolver
jogos para medicina.

Diante disso, nesta RSL, são apresentados os jogos, técnicas, tarefas e áreas médicas
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explorados pelo AM. As RSL são consideradas estudos secundários, que têm sua fonte de
dados nos estudos primários (GALVÃO; PEREIRA, 2014). Por meio da RSL é possível
identificar, avaliar e interpretar toda a pesquisa disponível relevante para uma questão
específica ou área temática, ou fenômeno de interesse de forma repetitiva e imparcial
(KITCHENHAM, 2004).

3.2 PROCESSO SISTEMÁTICO
Nesta Seção, são apresentados os detalhes da metodologia utilizada na RSL, que

consiste em: definir os objetivo da revisão; definir as questões de pesquisa; definir a string
de busca, definir as bases de dados; definir os critérios de inclusão, exclusão e qualidade;
definir os procedimentos de seleção dos estudos; e, definir a extração dos dados. O processo
sistemático dessa RSL foi realizado baseado no modelo de protocolo apresentado por
Biolchini et al. (2005).

3.2.1 Objetivos e Escopo

O objetivo geral desta RSL é identificar o estado da arte da utilização do AM
nos jogos para medicina, por meio da identificação e análise de jogos que utilizam AM
com aplicações na medicina. Assim, para o alcance do objetivo geral foram definidos os
seguintes objetivos específicos:

• Objetivo 1: Identificar os principais tipos e técnicas de aprendizagem de máquina
utilizado nos jogos para medicina.

• Objetivo 2: Identificar os principais jogos sérios que utilizam aprendizagem de
máquina na área da medicina.

• Objetivo 3: Identificar as principais áreas da medicina em que os jogos encontrados
estão sendo aplicados.

3.2.2 Questões de Pesquisa

A questão primária de pesquisa a ser tratada neste trabalho é apresentada a seguir
e foi decomposta em outras questões de pesquisa, que buscam alcançar o objetivo proposto.

• Questão primária (QP): Como o aprendizado de máquina está sendo utilizado
nos jogos para medicina?

• Questão secundária (QS1): Qual o principal tipo de aprendizagem de máquina
utilizado nos jogos para medicina?
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• Questão secundária (QS2): Quais as principais técnicas de aprendizagem de
máquina nos jogos para medicina?

• Questão secundária (QS3): Quais os principais jogos sérios que utilizam apren-
dizagem de máquina na área da medicina?

• Questão secundária (QS4): Quais as principais áreas da medicina em que os
jogos encontrados estão sendo aplicados?

3.2.3 Definição da String de Busca

Para definir a string de busca, é importante encontrar as palavras-chave relaci-
onadas à pesquisa. As palavras-chave nas revisões sistemáticas são definidas por meio
das questões de pesquisa sob análise. Inicialmente, foram definidas as palavras-chave
que seriam utilizadas na string de busca, e posteriormente realizou-se uma busca-piloto.
Concluiu-se que as palavras deveriam ser todas no idioma inglês e que alguns sinônimos
fossem adicionados. Na Tabela 4 estão as palavras-chave e sinônimos da estratégia de
busca em Inglês.

Tabela 4 – Palavras-chave e Sinônimos.

Palavra-chave Sinônimos
Machine learning Automatic learning, Automatically learning
Medicine Medic, Health
Game Games, Simulator, Simulation

Fonte: Autoria Própria

Após realizar as combinações das palavras-chave e sinônimos foi definida a seguinte
string geral de busca, conforme apresentada na Tabela 5.

Tabela 5 – String Geral de Busca.

String Geral
(“Machine learning” OR “Learning automatically” OR “Automatic learning”)

AND (Games OR Game OR Simulator OR Simulation)
AND (Medicine OR Medical OR Health)

Fonte: Autoria Própria

3.2.4 Bases de Dados

Nesta pesquisa foram utilizadas bases de dados eletrônicas indexadas e máquinas
de busca eletrônica, conhecidas internacionalmente que indexam trabalhos da grande área
da computação ou interdisciplinar. Com base nesses critérios, as bases de dados escolhidas
são Institute of Electrical and Electronics Engineers (IEEE), ACM Digital Library, Science
Direct e Scopus, conforme apresentado na Tabela 6.
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Tabela 6 – Bases de Dados.

Base de Dados Endereço na Web
IEEE ieeexplore.ieee.org
ACM Digital Library dl.acm.org
Science Direct www.sciencedirect.com
Scopus www.scopus.com

Fonte: Autoria Própria

3.2.5 Critérios de Inclusão, Exclusão e Qualidade

Os critérios de inclusão e exclusão são definidos para garantir a imparcialidade
na condução da RSL. Trabalhos aceitos para análise devem atender a, pelo menos, um
critério de inclusão. Foram definidos 2 critérios para inclusão (CI) de trabalhos, conforme
apresentados a seguir.

• CI1: Trabalhos que apresentam técnicas de aprendizagem de máquina para jogos
eletrônicos na área da medicina.

• CI2: Trabalhos que apresentam jogos eletrônicos que utilizam aprendizagem de
máquina na área da medicina.

Trabalhos excluídos da análise devem atender a, pelo menos, um critério de exclusão.
Foram definidos 3 critérios para exclusão (CE) de trabalhos, conforme apresentados a
seguir.

• CE1: Trabalhos que não apresentam técnicas de aprendizagem de máquina;

• CE2: Trabalhos que não apresentam jogos eletrônicos;

• CE3: Trabalhos que não são relacionados à medicina.

Trabalhos com qualidade devem atender a todos os critérios de qualidade. Foram
definidos 3 critérios para qualidade (CQ) de trabalhos, conforme apresentados a seguir.

• CQ1: Trabalhos publicados em jornais, revistas ou conferências com qualis igual ou
acima de B5;

• CQ2: Trabalhos que apresentem 4 páginas ou mais;

• CQ3: Trabalhos escritos no idioma Inglês ou Português.
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3.2.6 Procedimento para Seleção dos Estudos

O procedimento para seleção de estudos foi definido em 3 fases conforme detalha-se
a seguir:

• Fase 1: Corresponde à busca e coleta de trabalhos. Nesta fase, as strings de busca
formadas pela combinação dos sinônimos das palavras-chave identificadas são subme-
tidas às máquinas de busca selecionadas e os trabalhos encontrados foram coletados.

• Fase 2: Corresponde à leitura dos resumos. Nesta fase, entre os trabalhos retornados,
são lidos os resumos e títulos, e constatando-se a relevância de um trabalho, com
base em algum dos critérios de inclusão, o trabalho é pré-selecionado para ser lido
na íntegra. Os trabalhos que se encaixaram em algum dos critérios de exclusão são
excluídos, e caso não se encaixem em nenhum, também são pré-selecionados.

• Fase 3: Corresponde à leitura dos trabalhos completos. Os trabalhos que foram
aprovados na etapa anterior são lidos integralmente, novamente aplicados os CI e
CE, e também aplicados os CQ. Os trabalhos aceitos nesta fase são utilizados para
responder as questões de pesquisa.

3.2.7 Extração de dados

Nesta RSL foi realizada a extração dos dados considerados importantes neste estudo.
A seguir, na Tabela 7, estão os dados extraídos dos trabalhos selecionados. Esses dados
auxiliaram na condução e nas respostas das questões de pesquisa dessa RSL.

Tabela 7 – Formulário de Extração de dados.

Item Descrição
Título Título do estudo primário
Ano Ano em que o estudo primário foi publicado
Base Base de Dados do estudo
Fonte A conferência, revista ou livro em que o estudo primário foi publicado.
Qualis Qualis do trabalho
Idioma Idioma do trabalho
Páginas Número de Páginas
Objetivo Objetivo do trabalho
Jogo Nome do Jogo
Área do Jogo Temática abordada da saúde
Visualização do Jogo Forma do jogo ser visualizado
AM Tipo de AM
Técnica Técnica de AM
Tarefa Tarefa de AM
Uso do AM Forma que o AM foi usado
Ferramenta do AM Ferramenta que foi usada para o AM
Eficiência Eficiência da solução
Vantagens Benefícios do uso da solução proposta
Impacto Impacto da solução proposta
Limitações Limitações apresentadas pelo autor
Validação Como o trabalho foi validado.
Observações Observações

Fonte: Autoria Própria
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3.3 CONDUÇÃO DA REVISÃO SISTEMÁTICA
Nesta Subseção, são apresentados os resultados obtidos com as buscas dos estudos

primários. As buscas nas bases de dados foram realizadas entre agosto e outubro de 2018 e
foram limitadas aos trabalhos publicados entre os anos de 2008 e 2018. Na base de dados
da IEEE, foi realizado uma Advanced Search por meio de Command Search com a string
geral.

Na base de dados da ACM Digital Library, foi realizada uma Advanced Search por
meio de Query syntax, a string de busca foi adaptada por conta dos operadores lógicos e
foi usado o “+”. Na base de dados da Scopus, foi realizada uma Advanced Search, por meio
de Query string, esta busca foi realizada no título, resumo e palavras-chave dos trabalhos.
Na base de dados da Science Direct, foi realizada uma Advanced Search, por meio do Title,
abstract or keywords dos trabalhos. Na Tabela 8 estão as strings de buscas submetidas a
cada base de dados.

Tabela 8 – Strings de busca.

Base String

IEEE
(“Machine learning” OR “Learning automatically” OR “Automatic learning”)

AND (Games OR Game OR Simulator OR Simulation)
AND (Medicine OR Medical OR Health)

ACM Digital Library
+(“Machine learning” “Learning automatically” “Automatic learning”)

+(Games Game Simulator Simulation)
+(Medicine Medical Health)

Science Direct
(“Machine learning” OR “Learning automatically” OR “Automatic learning”)

AND (Games OR Game OR Simulator OR
Simulation) AND (Medicine OR Medical OR Health)

Scopus
TITLE-ABS-KEY ((“Machine learning” OR “Learning automatically” OR

“Automatic learning”) AND (games OR game OR
simulator OR simulation) AND (medicine OR medical OR health))

Fonte: Autoria Própria

Na Fase 1, foram encontrados 1.040 trabalhos, entre os quais 146 eram trabalhos
repetidos. Na fase 2, foram selecionados 40 trabalhos após leitura dos resumos. Na Fase 3,
após a leitura completa e baseado nos critérios de inclusão e qualidade, foram selecionados
12 trabalhos. A seguir, pode-se observar na Tabela 9 os detalhes em relação ao quantitativo
dos trabalhos em cada fase.

Tabela 9 – Resultados das buscas.

Base Fase 1 Fase 2 Fase 3
IEEE 362 18 6
ACM Digital Library 313 9 2
Science Direct 25 1 0
Scopus 340 12 4
Total 1.040 40 12

Fonte: Silva et al. (2019)
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Observa-se que a base de dados da IEEE registrou o maior número de trabalhos
selecionados nesta pesquisa, com 6 trabalhos. Os trabalhos selecionados foram publicados
entre os anos de 2011 e 2018, em 2013 foram encontrados 4 trabalhos, sendo o maior
número de trabalhos encontrados por ano nessa revisão sistemática, seguido por 2018,
com 3 trabalhos selecionados. Na Figura 19, pode-se observar os detalhes em relação a
distribuição dos trabalhos por anos.

Figura 19 – Distribuição de estudos primários por ano.

Fonte: Autoria Própria

3.4 RESULTADOS E DISCUSSÕES
Os trabalhos que foram selecionados têm o potencial de auxiliar a responder aos

questionamentos que nortearam essa pesquisa. A sua principal questão é: Como o AM está
sendo utilizado nos jogos para medicina? E a partir dessa questão surgiram as questões
secundárias que são apresentadas e respondidas nas subseções a seguir. Ao final tem-se a
resposta da questão primária de pesquisa.

3.4.1 Qual o Principal Tipo de Aprendizagem de Máquina Utilizado nos Jogos
para Medicina?

Na Seção 2.2.5, foram apresentados alguns dos tipos de AM existentes, sendo
dividido em Aprendizado Supervisionado, Aprendizado Não Supervisionada, Aprendizado
Semissupervisionado e o Aprendizado por Reforço. Os trabalhos encontrados por meio
da string de busca foram divididos entres esses AM. Na Figura 20, pode-se observar a
distribuição do uso dos tipos de AM nos trabalhos aceitos.

O trabalho apresentado por Chouhan et al. (2015), utilizou o AS, com o objetivo de
aprender e prever os níveis de atenção dos jogadores para o próximo instante. Esse apren-
dizado se mostrou eficaz para realizar esta previsão. Entretanto, o trabalho possivelmente
apresenta um erro no método de Entropia, pois houve leituras mais baixas dos níveis de
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Figura 20 – Tipo de Aprendizado de Máquina.

Fonte: Silva et al. (2019)

atenção devido aos movimentos oculares e, portanto, um estágio de pré-processamento
deve ser usado para descartar artefatos oculares ou algum outro algoritmo é necessário
para estimar níveis de atenção quando movimentos oculares, principalmente a mudança
no olhar estiver envolvida.

No trabalho apresentado por Heller et al. (2013), foi utilizado o AS para identificar
o Transtorno do Déficit de Atenção com Hiperatividade (TDAH) dos jogadores. O apren-
dizado se mostrou eficaz com 70% de acerto, entretanto outros jogos apresentam maior
nível de acerto como Brief Rating Scale descrito pelos autores.

Ahmad et al. (2013) utilizaram o AS para tentar aprender e encontrar o caminho
ideal em microcirurgias realizadas por especialistas no simulador. O aprendizado se mostrou
relativamente médio em eficiência. Seu desempenho não foi muito encorajador para o
exercício de agarrar em microcirurgias, provavelmente pelos poucos dados de treinamento,
o que pode ser melhorado com a inclusão de mais dados de treinamento.

No trabalho apresentado por Alchalabi et al. (2017), o AS foi usado na representação
dos modelos de níveis de atenção dos usuários. O aprendizado se mostrou eficiente na
classificação dos dados de Eletroencefalografia (EEG) dos usuários, entretanto, foram
usados poucos números de amostras e apenas de usuários saudáveis e não de pessoas
diagnosticadas com TDAH, o que era objetivo do trabalho.

Alchalabi et al. (2018) apresentaram o mesmo aprendizado do trabalho mencionado
anteriormente, mas foram apresentados novos resultados e validações, o que demonstrou
uma taxa de 96% de acerto na classificação dos dados do EEG para detectar o estado de
atenção correto durante o jogo em indivíduos saudáveis, e de 98% na classificação dos
dados do EEG para detectar o estado de atenção correto durante o jogo em indivíduos
com TDAH.

No trabalho apresentado por Hervás et al. (2016), os autores usaram o AS para
detecção da interação empática e não empática, possibilitando o diagnóstico de Distúrbios
da Comunicação Social. O seu uso teve bom desempenho somente com dados sintéticos, e
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está longe de representar uma solução definitiva para fornecer suporte no diagnóstico de
Distúrbios da Comunicação Social, o que pode ter acontecido pelo pequeno conjunto de
treinamento.

O APR foi utilizado em um trabalho apresentado por Perdiz et al. (2018), a fim de
intermediar possíveis ações do usuário e instruções de atuação do jogo, e tentar adaptar
sua resposta para maximizar os resultados e assim chegar ao melhor resultado no jogo.
Apesar dos jogadores não apresentarem um efeito perceptível nos scores, o uso da técnica
de aprendizado por reforço pode ser tomada ao projetar jogos controlados por biosignal
com pessoas com deficiência e Assistive Living em mente.

Os trabalhos apresentados por Lima et al. (2016), Zielke et al. (2018), Flores et al.
(2013), George et al. (2011) e Kim et al. (2013) não informaram o tipo de aprendizado
utilizado. Entretanto, acredita-se que esses trabalhos usam o AS, pois descrevem que
o aprendizado pode aprender com experiências passadas, ou que foi utilizado dados de
treinamento, o que se trata de uma característica do AS.

Dessa forma, pode-se observar que o Aprendizado Supervisionado é o mais usado
nos jogos para medicina, pois foi utilizado por 91,7% dos trabalhos. O AS tem uma precisão
que é necessária ser utilizada nesses jogos a fim do benefício de indivíduos e/ou jogadores
e/ou pacientes, que se caracteriza por meio do treinamento dos dados no AM. Não foi
identificado o uso de ANS e ASS nestes trabalhos. Apesar do Aprendizado Por Reforço ter
representado 8,3% do total de trabalhos selecionados, ele pode se tornar uma alternativa
viável nos jogos para medicina.

Foi apresentado na Subseção 2.2.3 as tarefas de AM, sendo subdivisões dos tipos de
AM, assim são divididas em classificação e regressão no AS; e agrupamento, sumarização
e associação no ANS. Foi incluído o reforço como tarefa no APR. Assim, foi adaptada
em relação a pesquisa anterior (SILVA et al., 2019). Na Figura 21 pode-se observar a
distribuição das tarefas de AM nos trabalhos selecionados. Dentre as tarefas de AM, seis,
que corresponde à 50% dos trabalhos, utilizaram regressão, apresentada nos trabalhos de
Chouhan et al. (2015), Heller et al. (2013), Alchalabi et al. (2017), Alchalabi et al. (2018),
George et al. (2011) e Kim et al. (2013).
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Figura 21 – Tarefa do Aprendizado de Máquina nos Trabalhos.

Fonte: Autoria Própria

Cinco, que corresponde a 41,7%, utilizaram a tarefa de classificação dos dados,
sendo identificada nos trabalhos de Lima et al. (2016), Ahmad et al. (2013), Zielke et al.
(2018), Flores et al. (2013) e Hervás et al. (2016). E um, que corresponde a 8,3%, utilizou
a tarefa de reforço, apresentada no trabalho Perdiz et al. (2018).

3.4.2 Quais as Principais Técnicas de Aprendizagem de Máquina nos Jogos
para Medicina?

Em relação as técnicas de AM usadas, foram divididas em relação aos principais
classificadores de AM utilizadas, essas e outras foram descritas anteriormente na Subseção
2.2.7. Na Figura 22, é apresentada a porcentagem de uso das técnicas nos trabalhos
selecionados.

Figura 22 – Técnicas de Aprendizado de Máquina.

Fonte: Autoria Própria

A MVS foi usada em 25% dos trabalhos analisados. Por Alchalabi et al. (2017) e
Alchalabi et al. (2018) ela foi usada com a tarefa de Regressão Linear, enquanto Hervás
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et al. (2016) utilizaram a MVS com Regressão logística, que é outra forma de regressão,
entretanto ela assume valores categóricos ou binários, diferente da regressão linear. Isso
demonstra a boa combinação da MVS com a Regressão.

Dois dos trabalhos selecionados apresentam o uso de Rede Neural Artificial, o que
corresponde à 16,6% do total. Essa Rede Neural Artificial foi usada por meio da Rede
Elman por Ahmad et al. (2013), e Processamento de Linguagem Natural por Zielke et al.
(2018).

Apenas um dos trabalhos encontrados apresentou de forma clara o uso de Redes
Bayesianas, que corresponde à 8,3% do total de trabalhos selecionados. O trabalho
apresentado por Flores et al. (2013) utilizou as Redes Bayesianas, para realizar classificações.
O trabalho usou o aprendizado para modelar conhecimento e apoiar o raciocínio sob a
modelagem do conhecimento de incerteza, o que se alinha a um dos objetivos das Redes
Bayesianas. O trabalho obteve uma boa validação e seguiu o processo da Organização
Internacional de Normalização (ISO) / Comissão Eletrotécnica Internacional (IEC) 14598-6.

Apenas um trabalho utilizou a árvore de decisão, que corresponde à 8,3% do total
de trabalhos selecionados. Lima et al. (2016) utilizou o a árvore de decisão por meio do
algoritmo J48 para classificar os sintomas da doença transmitidos pelo paciente virtual
em um jogo sério.

Quatro trabalhos, que corresponde à 33,3%, utilizaram regressão linear como técnica
principal para classificar os dados. Outros dois trabalhos também utilizaram a regressão
linear, entretanto a técnica utilizada foi a MVS, com intuito de gerar uma regressão linear,
por isso não foram consideradas como a técnica utilizada, mas apenas como a tarefa de
AM.

O trabalho de Perdiz et al. (2018) utilizou o Q-learning para intermediar entre
possíveis ações do usuário e instruções de atuação do jogo, tentando adaptar sua resposta
a do usuário para maximizar os resultados do jogo.

3.4.3 Quais os Principais Jogos Sérios que Utilizam Aprendizagem de Máquina
na Área da Medicina?

Para identificação dos principais jogos que usaram aprendizagem de máquina na
área da medicina, foram levados em conta alguns critérios de qualidade como qualis
e número de páginas, além do progresso da pesquisa por meio de outras publicações,
validação do jogo, limitações da pesquisa, vantagens e outros pontos importantes da
pesquisa. Portanto, chegou-se a conclusão de que os principais jogos que utilizam AM
na área da medicina são o FOCUS e SimDeCS (Simulação para Tomada de Decisão no
Serviço de Saúde). Na Tabela 10 estão alguns dos dados analisados.
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Tabela 10 – Dados dos Jogos.

Nome do Jogo Qualis Pági-
nas Limitações Validação Vantagens Publi-

cações

DocTraining B3 9 Jogo sério está
em teste alfa

Não
Validado

Treinamento de avaliações clinicas
e de diabetes, Visualização das
manchas dos pacientes, Sistema

multi-agente

1

Não Informado
pelo Autor A2 6 Possível erro no

método de Entropia Usuários
Mostrou deficiências do algoritmo
Sample entropy, Melhoria dos

níveis de atenção
1

Groundskeeper B5 9

Brief Rating Scale,
versão pai e professor do
Conners recrutam um
nível mais alto de
cuidado e eram
mais preditivos.

26 Crianças
com e 26

sem TDAH

Identificação de déficits de desempenho
executivo e diferenciação baseada em
padrões de comportamento entre

TDAH, tipo combinado, TDAH, tipo
desatento, ansiedade e depressão

com boa precisão.

1

Não Informado
pelo Autor B2 6

O desempenho do
algoritmo não foi

muito encorajador para
o exercício de agarrar

4 Cirurgiões
Especialistas

Simulador para Treinamento
de Cirurgias 1

EVP - Emotive
Virtual Patient B3 8

Estreito campo de
visão dos Hardwares
utilizados. Qualquer

falha no sistema quebra
a imersão dos estados

real e virtual.

36 Alunos

Disponibiliza de pacientes, mentor, e
professor virtual.Permitindo que os
professores visualizem e avaliem

remotamente o desempenho dos alunos
durante a entrevista, Utiliza a rede US
Ignite GENI de alta velocidade e baixa

latência médica em tempo real

1

FOCUS
A1
e
B3

9 e 6

Necessidade de cenários
mais interativos.
Poucas número
de amostras

4 Usuários
com TDAH e
5 Usuários
Saudáveis

Sistema de detecção de pacientes com
TDAH. Precisão de até 96% e 98% na
classificação dos dados do EEG para
detectar o estado de atenção correto

durante o jogo em indivíduos saudáveis
e com TDAH respectivamente.

2

SimDeCS B3 6
Baixa Satisfação média
com a confiabilidade,

de 45%

24 Pessoas
(13 médicos,
05 professores,
05 alunos de

graduação e 01
pós-graduando)

e ISO /
IEC 14598-6

Feedback e orientações sobre as
decisões clínicas tomadas.

Sistema multi-agente
1

Não Informado
pelo Autor B3 8

Não teve efeito
perceptível nos escores

dos jogadores nos
primeiros testes

5 Usuários

Melhor pontuação em evitar colisão e
melhoria das sessões de não-RL para

RL entre todos os participantes,
maioria dos participantes expressou a
capacidade de se adaptar ao paradigma

do jogo rapidamente. Abordagem
provavelmente pode ser tomada ao

projetar jogos controlados por
biosignal com pessoas com

deficiência e Assistive Living em mente.

1

Não Informado
pelo Autor B1 4 - 10

Participantes

Melhora de atenção e relaxamento com
o jogo. Configurações adequadas para
interação com videogames simples.

1

ViziCal A1 8

Não foi encontrada
diferença no desempenho
entre a aceleração e a

posição das articulações

9 Homens

Pode ser usado para projetar jogos de
exercícios que geram maiores benefícios
à saúde, identificaram um conjunto de
características que permitem prever o
gasto de energia. Provaram que os

acelerômetros preveem gasto energético.

1

Não Informado
pelo Autor B4 8

Pequeno conjunto de
treinamento e solução

está longe de
representar uma

solução definitiva para
fornecer suporte no
diagnóstico de MSC

30 sujeitos e
conjunto de

dados sintético

Em geral, a classificação das
dificuldades de empatia e socialização
teve médio desempenho. Desempenho
médio na avaliação do algoritmo com

dados sintéticos. Participação de
psicólogos, terapeutas
ocupacionais no projeto

1

Fonte: Autoria Própria

O FOCUS, apresentado por Alchalabi et al. (2017) e posteriormente por Alchalabi
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et al. (2018), teve o objetivo de treinar e fortalecer a capacidade de atenção dos pacientes
com TDAH e detectar seu nível de atenção. Este trabalho teve duas publicações inclusas
nessa RSL com qualis A1 e B3, e 9 e 6 páginas. Foi validado usando 9 usuários, 4 com
TDAH e 5 Saudáveis, com uma precisão de até 96% e 98% na classificação dos dados do
EEG para detectar o estado de atenção correto durante o jogo em indivíduos saudáveis
e com TDAH, respectivamente. Assim, esse trabalho apresenta um novo método para
classificação de dados de EEG e possibilita a identificação de pessoas com TDAH. Na
Figura 23, é apresentado o ambiente do jogo FOCUS.

Figura 23 – Ambiente do jogo FOCUS.

Fonte: Alchalcabi, Eddin e Shirmohammadi (2017)

É apresentado, segundo os autores, como o primeiro trabalho que estabeleceu as
bases para a integração de um classificador de AM com um jogo sério para detectar o
TDAH e como primeiro trabalho na literatura de instrumentação e medição que tentou
medir a atenção para detectar o TDAH. Este Jogo é controlado por meio de EMOTIV
EPOC+8 . Os dados EEG brutos foram extraídos e registrados durante as sessões de teste
usando scripts Python executados em segundo plano e os modelos de classificação foram
construídos também usando Python.

O SimDeCS, apresentado por Flores et al. (2013), teve o objetivo de realizar o
monitoramento do usuário/estudante de medicina durante o processo de simulação, forne-
cendo feedback e orientações sobre as decisões clínicas tomadas. Esse trabalho tem qualis
B3, e 6 páginas. Foi validado com 24 pessoas, sendo 13 médicos, 05 professores, 05 alunos
de graduação e 01 aluno de pós-graduação, usando o software e preenchendo questionário.
Também foi avaliado em termos de qualidade técnica e usabilidade, obedecendo à norma
brasileira ISO / IEC 14598-6, que recomenda um mínimo de oito avaliadores (ABNT,
2004). O simulador trabalha o desenvolvimento das capacidades técnicas e competência no
8 https://www.emotiv.com/epoc/
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diagnóstico formulado, seguindo o próprio ritmo de aprendizagem do usuário/jogador. Na
Figura 24 pode-se observar a interface do jogo SimDeCS.

Figura 24 – Interface do SimDeCS.

Fonte: Flores et al. (2013)

O processo de formulação do diagnóstico médico pode ser visto como um conjunto
de etapas como: entrevista médica, exame físico, formulação de hipóteses diagnósticas
e requisição (ou não) de exames complementares. Várias pessoas se dedicaram a esse
propósito, contando com profissionais da área de saúde para modelar o conhecimento
específico em Redes Bayesianas, o qual inclui também especialistas em modelagem de área
computacional e especialistas na educação, todos trabalhando com táticas pedagógicas
para avançar junto com profissionais no desenvolvimento. Quanto ao próprio sistema, está
em fase final de desenvolvimento com três redes (dor de cabeça, dispepsia e parasitoses),
possibilitando moldar cerca de 80 casos clínicos por professores que se preocupam em
delinear cada caso pessoal. Apenas dez casos clínicos foram preparados para os estudantes
se exercitarem.

O ViziCal, apresentado por Kim et al. (2013), teve o objetivo de prever com precisão
o gasto energético de jogar um exergame, este trabalho tem qualis A1 e 8 páginas. Foi
validado com 9 homens (idade média 20,7 (Desvio Padrão = 2,24), peso 74,2 kg (Desvio
Padrão = 9,81), IMC (Índice de massa corporal) 23,70 (Desvio Padrão = 1,14),% de
gordura 14,41 (Desvio Padrão = 1,93)). O jogo por meio do sensor Kinect mapeava a
profundidade e extraia a posição 3D de 20 articulações do esqueleto, a 200 quadros por
segundo. As articulações incluem centro do quadril, coluna, centro do ombro, cabeça,
ombro, cotovelo, punho, mão, quadril, joelho, tornozelo e pé. Na Figura 25, apresenta-se
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as posições das articulações do esqueleto de um usuário que está jogando um exergame.

Figura 25 – Posições das articulações do esqueleto de um usuário que está jogando um
exergame.

Fonte: Kim et al. (2013)

Nesse jogo, os jogadores pontuam destruindo alvos usando gestos na parte superior
do corpo, como socos, mas também usando cabeçadas. Eles incluíram gestos com a cabeça,
por esse tipo de movimento ser difícil de medir usando acelerômetros, já que eles são
tipicamente unidos a cada membro, também foram incluídos saltos para mais gastos
energéticos. Um alvo é renderizado pela primeira vez usando um círculo verde, com um
raio de 50 pixels. O alvo fica verde por 1 segundo antes de ficar amarelo e depois desaparece
após 1 segundo. O jogador marca 5 pontos se o alvo for destruído quando verde e 1 quando
amarelo, com intuito de motivar os jogadores a destruir os alvos o mais rápido possível.
Um alvo é renderizado como uma linha verde, quando cada alvo é destruído com sucesso
um som é tocado. Os autores conseguiram identificar um conjunto de características que
permitem prever o gasto de energia, além de provar que os acelerômetros preveem gasto
energéticos.

O Groundskeeper, apresentado por Heller et al. (2013), tem qualis B5 e 9 páginas.
Foi validado com 52 crianças (50% delas com TDAH). O jogo usa quatro Sifteo Cubes e
uma placa de posicionamento. Um cubo é sempre usado como um “martelo” para atingir
os alvos do jogo. Inicialmente, três cubos são colocados em uma linha reta vertical, cada
um desses três cubos tem uma imagem de grama verde e o azul do céu como pano de
fundo. Imagens de um coelho, um jardineiro (um homem com um cortador de grama), um
Gopher9 ou alguns pássaros pequenos que aparecem em cada tela por 1, 1,5 ou 3 segundos
aleatoriamente. Na Figura 26 pode-se observar o funcionamento do Groundskeeper.
9 Geomyidae é uma família da ordem dos roedores, aparentada com os esquilos.
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Figura 26 – Funcionamento do Groundskeeper.

Fonte: Heller et al. (2013)

O objetivo do jogo é evitar distratores e esperar que apareça apenas uma imagem
de um Gopher, momento em que o jogador deve tocar o cubo no Gopher, que marca um
sucesso com um ruído. Cada uma das 17 sessões de jogo tem 90 segundos de duração, com
um intervalo de 20 segundos entre cada sessão. Por meio do jogo foi possível identificar
déficits de desempenho executivo como TDAH. O jogo coleta vários dados que poderão
ser usados para fornecer pistas adicionais para o diagnóstico de distúrbios cognitivos.

O Emotive Virtual Patient (EVP), apresentado por Zielke et al. (2018), teve o
objetivo de descrever a plataforma de sistema humano emotivo virtual de realidade mista,
este trabalho tem qualis B3 e 8 páginas. Foi validado com 36 alunos. Esse simulador
permite que os estudantes de medicina pratiquem entrevistas com um paciente virtual
em uma experiência de realidade aumentada, usando atualmente o Microsoft HoloLens.
São utilizadas conversas de linguagem natural baseadas em redes neurais complexas que
representam as emoções, culturas únicas e padrões de comportamento geral dos pacientes
da vida real. Na Figura 27 estão exemplos de entrevistas com pacientes virtuais no EVP.

Figura 27 – Exemplos de entrevistas com pacientes virtuais e reais no EVP.

Fonte: Zielke et al. (2018)
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No processo de aprendizagem e avaliação, é usada a participação do docente e
crítica do desempenho clínico virtual do estudante de medicina. Os estudantes de medicina
experimentam um cenário de paciente virtual e os professores podem ver remotamente a
mesma simulação de realidade aumentada e a linguagem corporal do aluno em tempo real.
O EVP também fornece um feedback para o aluno, pois além de um professor virtual, há
um mentor.

O DocTraining, apresentado por Lima et al. (2016), teve o objetivo de apresentar
uma ferramenta para auxiliar alunos e professores de medicina como forma de mitigar o
crescente número de erros médicos em casos clínicos, este trabalho tem qualis B3, 9 páginas
e não foi validado, pois se encontrava em teste alfa. Neste jogo os usuários podem interagir
com outros usuários por meio de mensagens, além de NPC (Non Playable Characters) que
oferecem dicas. Ao entrar no hospital universitário o usuário possui um consultório virtual,
e nele aparece o paciente que informa o que está sentindo para ser dado uma avaliação
clínica geral do paciente. Na Figura 28, é apresentada uma consulta com um paciente
virtual no DocTraining.

Figura 28 – Paciente virtual informando os sintomas.

Fonte: Lima (2016)

Após o estudante entrar com o diagnóstico, o jogo verifica se está correto. Se o
aluno tiver dificuldades de dar o diagnóstico ele pode verificar o corpo do paciente na
sala de exames, onde é possível verificar manchas no corpo e lesões, além de aproximar
a câmera para ver melhor as partes do corpo do paciente. Os professores podem inserir
novas doenças e dicas no jogo, que são analisadas antes de ficarem disponíveis. O jogo
conta com um sistema multiagente.


